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Highway decision-making strategy for autonomous vehicle for overtaking maneuver 
using deep reinforcement learning (DRL) method
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ABSTRACT: Automated driving represents a novel technology aimed at reducing traffic accidents and 
enhancing driving efficiency. This research introduces a deep reinforcement learning (DRL) approach 
for autonomous vehicles, focusing on overtaking scenarios on highways. Initially, a highway traffic 
environment is established, to guide the agent through surrounding vehicles both efficiently and safely. 
A hierarchical control framework is outlined to manage high-level driving decisions alongside low-level 
control aspects like car speed and acceleration. Subsequently, a specialized DRL-based method known 
as Deep Deterministic Policy Gradient (DDPG) is employed to devise decision-making strategies on 
the highway. The DDPG offers continuous action space exploration, making it suitable for tasks like 
autonomous driving where actions are not discrete. Unlike DQN, it can handle high-dimensional action 
spaces more effectively, enhancing its applicability in complex environments like highway driving. The 
efficacy of the DDPG algorithm is compared to that of the DQN algorithm, with subsequent evaluation of 
the results. Simulation outcomes demonstrate that the DDPG algorithm adeptly handles highway driving 
tasks with efficiency and safety. The study underscores the potential of DRL techniques, particularly the 
DDPG approach, in advancing the capabilities of autonomous vehicles and improving their performance 
in complex driving scenarios.   
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1- Introduction
Autonomous driving enables a vehicle to participate in 

various driving scenarios without human intervention. Given 
the vast potential of artificial intelligence (AI), self-driving 
vehicles have become a major focus of research worldwide. 
Then, researchers in the automotive sector are aiming to build 
highly advanced self-driving cars. In recent years, numerous 
studies have been conducted on autonomous driving based on 
the deep reinforcement learning (DRL) method. For example, 
Duan and colleagues proposed a hierarchical structure for 
learning decision-making policies through the reinforcement 
learning (RL) method [1]. In recent years, the use of deep 
reinforcement learning (DRL) algorithms with continuous 
action spaces for decision-making processes in autonomous 
vehicles has become widespread. For instance, in [2], an 
actor-critic algorithm based on reinforcement learning 
(RL) was used to learn the decision-making process of an 
autonomous vehicle on a highway. Moreover, in [3], the deep 
deterministic policy gradient (DDPG) algorithm was studied 
for continuous decision-making of an autonomous vehicle in 
an urban intersection environment.

In this research, a driving policy based on a deep 
reinforcement learning (DRL) approach is proposed for 

overtaking maneuvers in highway traffic environments for 
autonomous vehicles. The proposed decision-making strategy 
ensures safety and efficiency in complex scenarios.

2- Methodology
In this section, we introduce the driving scenario 

studied on the highway, specifically the important and 
common overtaking scenario. For designing the scenario, 
the MATLAB 2022 software environment was used. First, a 
three-lane highway environment was constructed. Then, the 
agent and the surrounding traffic environment were designed. 
Additionally, a hierarchical motion controller was introduced 
to manage the lateral and longitudinal movements of the 
agent and the surrounding vehicles.

Decision-making in autonomous driving involves 
selecting a sequence of logical driving behaviours to achieve 
specific driving goals. In the highway overtaking maneuver, 
these behaviours include lane changing, lane keeping, 
accelerating, and braking. The main objectives are avoiding 
collisions, moving efficiently and quickly, and driving in the 
fast lane. In other words, accelerating and overtaking other 
vehicles is a common driving behaviour known as overtaking. 
This work discusses the decision-making problem on the 
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highway for autonomous vehicles, and the driving scenario is 
shown in Figure 1. The orange vehicle represents the agent, 
and the green vehicles are referred to as surrounding vehicles. 
The agent starts driving in the middle lane at a random speed. 
The goal of the agent is to drive at the highest possible speed 
without colliding with the surrounding vehicles. Hence, these 
goals translate to the efficiency and safety of the decision-
making algorithm.

It is assumed that the position, speed, and acceleration 
of the surrounding vehicles are known to the agent. These 
constraints drive the agent to learn to drive in the designed 
scenario through a trial-and-error method.

To extract the decision-making strategy based on DDPG, 
the variables for simulating the driving environment are 
initialized as follows:

The control actions are the throttle valve and steering angle 
of the vehicle. Additionally, the state variables (according 
to equations 1 and 2) are the relative distance and velocity 
between the agent and the surrounding vehicles: 
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Here, 𝑆𝑆 and 𝑉𝑉 represent the position and speed 
information obtained from the vehicle dynamics. Also, 
the indices 𝑎𝑎𝑔𝑔 and 𝑠𝑠𝑢𝑢 denote the agent and surrounding 
vehicles, respectively. It's worth mentioning that 
equations (1) and (2) can also be considered as the 
transition model 𝑃𝑃P in the reinforcement learning (RL) 
framework. Finally, the reward function 𝑅𝑅 in this study 
consists of three components representing efficiency, 
safety, and driving objectives. Essentially, the agent 
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optimality of the DDPG algorithm. The average rewards for 
both deep Q-learning (DQN) and DDPG methods over 25 
episodes are shown in Figure 3.

The increasing trend of these curves indicates better 
performance of the agent in interacting with the environment. 
Additionally, the decreasing trend of the curves is due to the 
probability of the agent colliding with surrounding vehicles 
and crossing existing lanes on the highway during the 
overtaking maneuver. This is a result of the complex traffic 
environment designed on the highway. According to Figure 3, 

the learning rate of the DDPG algorithm for performing the 
designed overtaking maneuver in the highway environment is 
better than the DQN algorithm.

4- Conclusion
In this research, an efficient and safe decision-making 

algorithm based on the deep reinforcement learning (DRL) 
method on the highway for autonomous vehicles is proposed. 
The mentioned algorithm is DDPG. Simulation results 
demonstrate that the proposed decision-making algorithm 
can ensure optimality and convergence rate. Additionally, the 
proposed algorithm’s learning rate is higher than the DQN 
algorithm.
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section, the performance of the decision-making 
algorithm presented in the reinforcement learning 
subsystem will be discussed. 

3. Results and Discussion 

In this section, the control performance of the 
proposed DDPG algorithm for the decision-making 
process of the agent in the highway traffic environment 
is evaluated and analyzed. In this section, two methods 
for agent decision-making in the highway traffic 
environment are presented. Firstly, the deep Q-learning 
algorithm (DQN) is examined, followed by the 
proposed DDPG algorithm, which is evaluated and 
analyzed. Additionally, the advantages and superiority 
of the DDPG algorithm over the deep Q-learning 
algorithm (DQN) are demonstrated in this section. 
Essentially, the deep Q-learning algorithm (DQN) 
serves as a benchmark for inferring the optimality of the 
DDPG algorithm. The average rewards for both deep Q-

learning (DQN) and DDPG methods over 25 episodes 
are shown in Figure 3. 

 

Fig. 3. Average reward in DDPG and DQN methods 

The increasing trend of these curves indicates better 
performance of the agent in interacting with the 
environment. Additionally, the decreasing trend of the 
curves is due to the probability of the agent colliding 
with surrounding vehicles and crossing existing lanes on 
the highway during the overtaking maneuver. This is a 
result of the complex traffic environment designed on 
the highway. According to Figure 3, the learning rate of 
the DDPG algorithm for performing the designed 
overtaking maneuver in the highway environment is 
better than the DQN algorithm. 

4. Conclusion 

In this research, an efficient and safe decision-making 
algorithm based on the deep reinforcement learning 
(DRL) method on the highway for autonomous vehicles 
is proposed. The mentioned algorithm is DDPG. 
Simulation results demonstrate that the proposed 
decision-making algorithm can ensure optimality and 
convergence rate. Additionally, the proposed 
algorithm's learning rate is higher than the DQN 
algorithm. 
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مقدمه-  
رانندگی خودمختار وسیله نقلیه را قادر می سازد تا بدون دخالت انسان در 
سناریو های مختلف رانندگی شرکت کند ]1[، ]2[. با عنایت به پتانسیل های 
فراوان هوش مصنوعی1، وسایل نقلیه خودران به یکی از کانون های تحقیقاتی 
تویوتا،  مانند  خودروسازان  از  بسیاری   .]3[ شده اند  تبدیل  جهان  سراسر  در 
تسلا، فورد، آئودی، وایمو، مرسدس بنز، جنرال موتورز و غیره در حال توسعه 
خودروهای خودران خود هستند و به پیشرفت های قابل توجه ای در این زمینه 
دست یافته اند. در این میان، محققان حوزه خودرو مترصد ساخت خودروهای 
خودران در سطوح بالا می باشند ]4[. چهار ماژول مهم در خودروهای خودران 
 .]5[ کنترل  و  برنامه ریزی  تصمیم گیری،  ادراک،  از  عبارتند  که  دارد  وجود 
توسط  که  می باشد  اطراف  محیط  از  خودران  خودروی  درک  شامل  ادراک 
سنسورهایی مانند لیدار، رادار، دوربین، سیستم موقعیت یاب جهانی2 و غیره 

1  Artificial Intelligence  
2 Global Positioning System

این فرایند انجام می شود. ماژول تصمیم گیری رفتارهای رانندگی وسایل نقلیه 
را مدیریت می کند و این رفتارها شامل شتاب، ترمز، تغییر خط، حفظ خط و 
غیره است ]7[. ماژول برنامه  ریزی به خودروهای خودران کمک می کند تا 
مسیرهای حرکتی معقول را از نقطه ای به نقطه دیگر طی کنند. در نهایت، 
ماژول کنترل به اجزای سیستم انتقال قدرت فرمان می دهد تا به طور دقیق 
عمل کنند تا مانورهای رانندگی را به پایان برسانند و مسیر برنامه ریزی را 
دنبال کنند. با توجه به درجات هوشمندی ماژول های ذکر شده، خودروهای 

خودران در شش سطح از سطح صفر تا سطح پنج طبقه بندی می شود ]8[. 
در  انسان  مغز  خودران همچون  در خودروهای  تصمیم گیری  استراتژی 
اغلب  سیاست  این   .]9[ می باشد  اهمیت  حائز  بسیار  و  می شود  گرفته  نظر 
توسط قوانین مبتنی بر تجربیات رانندگی انسان یا الگوبرداری از رویکردهای 
یادگیری نظارت شده، ایجاد می شود ]10[. به عنوان مثال، سونگ و همکاران 
از یک زنجیره مارکوف پیوسته برای پیش بینی حرکت وسایل نقلیه اطراف 
قابلت مشاهده  با  مارکوف  فرآیند تصمیم گیری  استفاده کردند. سپس، یک 

https://dx.doi.org/10.22060/mej.2024.22682.7659
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نسبی1 برای ساخت چارچوب کلی تصمیم گیری استفاده شد ]12[. همچنین 
در ]13[ قابلیت تصمیم گیری در موقعیت های ترافیک جادهای شهری توسعه 
داده شد. سیاست تصمیم گیری ارائه شده شامل معیارهای چندگانه ای است 
شرایط  در  معقول  و  عملی  انتخاب های  جهت  شهری  خودروهای  به  که 
مورد  در  همکاران  و  نی   ،]14[ مرجع  در  می کنند.  کمک  مختلف  ترافیکی 
استراتژی تصمیم گیری تغییرخط برای اتومبیل های خودکار متصل مطالعاتی 
را انجام دادند. علاوه بر این، نویسندگان در ]15[ ایده سیستم رانندگی شبیه 
با در نظر  را  رانندگی  این سیستم می تواند تصمیمات  را ذکر کردند،  انسان 

گرفتن تقاضای رانندگی برای رانندگان انسانی تنظیم کند. 
روش یادگیری تقویتی عمیق2 به عنوان یک ابزار قدرتمند برای مقابله 
در   .]16[ گرفته می شود  نظر  در  متوالی طولانی  تصمیم گیری  با مشکلات 
روش  بر  مبتنی  خودکار  رانندگی  زمینه  در  زیادی  مطالعات  اخیر،  سال های 
یادگیری تقویتی عمیق انجام شده است. به عنوان نمونه، دوان و همکاران 
طریق  از  تصمیم گیری  سیاست  یادگیری  برای  مراتبی  سلسله  ساختار  یک 
رویکردهای  از  محققان   ]19[ در   .]17[ دادند  ارائه  تقویتی3  یادگیری  روش 
یادگیری تقویتی عمیق برای حل چالش های اجتناب از برخورد و دنباله روی 
بهتر  عملکرد  گویای  نتایج  کردند.  استفاده  خودران  خودروهای  برای  مسیر 
رویکرد یادگیری تقویتی عمیق  نسبت به روش یادگیری تقویتی برای دو 

چالش ذکر شده بود. 
علاوه بر این، نویسندگان در ]21[ نه تنها برنامه ریزی مسیر، بلکه مصرف 
مرتبط،  الگوریتم  گرفتند.  نظر  در  نیز  را  نقلیه خودران  برای وسایل  سوخت 
یادگیری عمیق کیو4 است و ثابت شده است ماموریت های رانندگی را به طور 
مناسب انجام می دهد. هان و همکاران از این الگوریتم برای تصمیم گیری 
برای مانور تغییر خط یا حفظ خط برای خودروهای خودران متصل استفاده 
بازخورد  دانش  عنوان  به  نزدیک  نقلیه  وسایل  اطلاعات  آن  در  که  کردند، 
از شبکه در نظر گرفته شد ]22[. سیاست به دست آمده جریان ترافیک و 
راحتی رانندگی را ارتقا بخشید. با این حال، روش های رایج یادگیری تقویتی 
عمیق به دلیل فضای عمل پیوسته و فضای حالت بزرگ، قادر به حل چالش 

سبقت گیری در بزرگراه نیستند ]23[. 

همچنین در ]24[، از روش یادگیری تقویتی عمیق با در نظر گرفتن تابع 

1 Partially Observable Morkov Decision Process
2 Deep Reinforcement Learning
3 Reinforcement Learning
4 Deep Q Network

ریسک برای تصمیم گیری خودروی خودران در چند سناریو مختلف استفاده 
تصمیم گیری  پیش بینی  برای  انتها  به  انتها  رانندگی  روش  از   ]25[ در  شد. 
با  استفاده شد.  انسان در سیستم های حمل و نقل هوشمند  رفتار  بر  مبتنی 
توجه به عدم بازدهی روش های مذکور برای فضای عملکردی پیوسته، لذا 
در سال های اخیر استفاده از الگوریتم های یادگیری تقویتی عمیق  که دارای 
خودروهای  در  تصمیم گیری  فرایند  برای  باشند  پیوسته  عملکردی  فضای 
الگوریتم عملگر-  از   ]26[ در  اینرو  از  است.  پیدا کرده  رواج  بسیار  خودران 
منتقد مبتنی بر یادگیری تقویتی برای یادگیری فرایند تصمیم گیری خودروی 
خودران در بزرگراه استفاده شد. همچنین در ]27[ الگوریتم گرادیان سیاست 
قطعی عمیق جهت تصمیم گیری پیوسته خودروی خودران در محیط تقاطع 

شهری، مورد مطالعه قرار گرفت.  
در این پژوهش، یک سیاست رانندگی مبتنی بر رویکرد یادگیری تقویتی 
عمیق جهت مانور سبقت گیری در محیط ترافیکی بزرگراه برای وسایل نقلیه 
سناریوی  در  پیشنهادی  تصمیم گیری  استراتژی  است.  شده  ارائه  خودران 

پیچیده دارای ایمنی و بازدهی مناسبی می باشد. 
در این پژوهش، ابتدا سناریوی رانندگی مورد مطالعه در محیط بزرگراه 
طراحی می شود، که در آن هدف عبور عامل از یک سناریوی رانندگی خاص 
به طور موثر و ایمن می باشد. سپس، یک ساختار کنترل سلسله مراتبی برای 
کنترل حرکات جانبی و طولی عامل و وسایل نقلیه اطراف نشان داده می شود. 
الگوریتم  نام  به  عمیق  تقویتی  یادگیری  ویژه  الگوریتم  این،  بر  علاوه 
گرادیان سیاست قطعی عمیق برای به دست آوردن استراتژی تصمیم گیری در 
محیط ترافیکی بزرگراه مورد استفاده قرار خواهد گرفت. در نهایت، عملکرد 
چارچوب کنترلی پیشنهادی شبیه سازی شده مورد بحث قرار خواهد گرفت. 

نحوه آموزش و یادگیری داده ها در پژوهش حاضر مطابق شکل 1 می باشد.
مهمترین نقاط قوت و نوآوری های اصلی این پژوهش نسبت به ]27[ 
بزرگراهی  محیط  در  سبقت گیری  بهینه  استراتژی  یک  ارائه   )1 عبارتنداز: 
مبتنی بر رویکرد یادگیری تقویتی عمیق برای خودروهای خودران 2( استفاده 
از الگوریتم الگوریتم گرادیان سیاست قطعی عمیق برای فاز تصمیم گیری در 
خودروی خودران در محیط ترافیکی بزرگراهی 3( بهبود هوشمندی رفتارهای 

خودروی خودران در محیط پویای ترافیکی.
در ادامه، ابتدا محیط رانندگی بزرگراه و ماژول های کنترل عامل و وسایل 
الگوریتم   3 در بخش  داده می شوند. سپس  در بخش 2 شرح  اطراف  نقلیه 
الگوریتم گرادیان سیاست قطعی عمیق مورد بحث و بررسی قرار می گیرد، 
به طوریکه در آن پارامترهای چارچوب یادگیری تقویتی به تفصیل مورد بحث 
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قرار  ارزیابی  مورد  شده  حاصل  نتایج   4 بخش  در  همچنین  می گیرد.  قرار 
می گیرند. در نهایت در بخش 5 نتیجه گیری انجام می شود.

محیط رانندگی-  
یعنی سناریو  بزرگراه  در  مورد مطالعه  رانندگی  این بخش سناریوی  در 
مهم و پرکاربرد سبقت گیری معرفی می شود. در این کار برای طراحی سناریو 
از محیط نرم افزار متلب نسخه 2022 استفاده شده است، به اینصورت که ابتدا 
یک محیط بزرگراه سه بانده ساخته می شود. سپس عامل و محیط ترافیکی 
اطراف آن طراحی می شود. علاوه بر این، یک کنترل کننده حرکت سلسله 
اطراف  نقلیه  برای مدیریت حرکات جانبی و طولی عامل و وسایل  مراتبی 

معرفی می شود. 
از  رشته ای  انتخاب  معنای  به  خودکار  رانندگی  در  تصمیم گیری 
است.  خاص  رانندگی  مقاصد  به  دستیابی  برای  منطقی  رانندگی  رفتارهای 
تغییر خط، حفظ خط،  رفتارها شامل  این  بزرگراه،  در  مانور سبقت گیری  در 
شتاب گیری، ترمزگیری است. اهداف اصلی اجتناب از برخورد، حرکت موثر 
و سریع و رانندگی در خط سرعت می باشد. به عبارت دیگر، شتاب گرفتن 
و پیشی گرفتن از سایر وسایل نقلیه یک رفتار معمول در رانندگی است که 

سبقت گیری نامیده می شود. 
را  خودران  نقلیه  وسایل  برای  بزرگراه  در  تصمیم گیری  مساله  کار  این 
شده  داده  نشان   2 شکل  در  رانندگی  سناریوی  و  می دهد  قرار  بحث  مورد 
است. وسیله نقلیه نارنجی رنگ عامل است و سایر خودروهای سبز به عنوان 

وسایل نقلیه اطراف نامیده می شوند. عامل در خط میانی با سرعت تصادفی 
شروع به رانندگی می کند. هدف عامل، رانندگی با بیشترین سرعت ممکن و 
بدون تصادف با خودروهای اطراف می باشد. از این رو، این اهداف به ترتیب 

به کارایی و ایمنی الگوریتم تصمیم گیری تعبیر می شوند. 
اولیه خودروهای اطراف به صورت تصادفی طراحی  سرعت و موقعیت 
و  واقعی  ترافیکی  محیط  در  قطعیت ها  عدم  گویای  شرایط  این  است.  شده 

نزدیک بودن محیط ترافیکی بزرگراه به شرایط واقعی می باشد. 
در ابتدای این وظیفه رانندگی، تمام خودروهای اطراف در جلوی عامل 
باعث  دو شرط  دارد.  دو خودرو وجود  در هر خط،  قرار می گیرند. همچنین 
توقف عامل می شود که اولی تصادف با وسایل نقلیه دیگر و دومی رسیدن 
به محدودیت زمانی می باشد. پروسه رانندگی از نقطه شروع تا پایان در این 

نوشتار به عنوان یک اپیزود نامیده می شود. 
در این پژوهش جهت طراحی سناریوی رانندگی از نرم افزار متلب 2022 
استفاده شده است، برای طراحی سناریو ابتدا محیط بزرگراهی به صورت سه 
بانده طراحی می شود، سپس محیط ترافیکی که شامل عامل و خودروهای 
مطابق  سنسورها  مدلسازی  سپس  شده اند،  طراحی  می باشند  عامل  اطراف 
لیدار  و  دوربین  شامل  سنسورها  که  انجام می شود  عامل  روی  بر   2 شکل 
می باشند. در نهایت مطابق شکل 3 سناریوی سبقت گیری بر محیط ترافیکی 

طراحی شده، اعمال می شود. 
فرض بر این است که موقعیت، سرعت و شتاب خودروهای اطراف برای 
در  رانندگی  یادگیری  به  را  عامل  محدودیت ها  این  است.  مشخص  عامل 

 
 هاداده یادگیری و آموزش نحوه: 1 شکل

Fig.1 Training process 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. نحوه آموزش و یادگیری دادهها

Fig. 1. Training process
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 متلب افزار نرم در عامل روی بر سنسورها مدلسازی: 2 شکل

Fig.2 Sensor modeling in the Matlab software 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 2. مدلسازی سنسورها بر روی عامل در نرم افزار متلب

Fig. 2. Sensor modeling in the Matlab software

 
 متلب افزار نرم در بزرگراه ترافیکی محیط طراحی: 3 شکل

Fig.3 Highway traffic environment design in the MATLAB software 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 3. طراحی محیط ترافیکی بزرگراه در نرم افزار متلب

Fig. 3. Highway traffic environment design in the MATLAB software
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سناریو طراحی شده از طریق روش آزمون و خطا سوق می دهد.
 در بخش بعدی، رویکرد یادگیری تقویتی عمیق برای محقق ساختن 
فرآیند یادگیری و استخراج سیاست تصمیم گیری در بزرگراه معرفی می شود.

مدل دینامیکی خودرو -  
در این پژوهش از مدل دو درجه آزادی یا مدل دوچرخه مطابق شکل 4 

برای بیان دینامیک خودرو استفاده شده است. 
معادلات فضای حالت دینامیک خودرو مطابق زیر می باشند:

(1)
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که پارامترهای موجود در معادله)1( و همچنین مقادیر آنها در جدول 1 
قابل مشاهده می باشند.

روش4یادگیری4تقویتی4عمیق-4 
سپس  و  می شود  معرفی  تقویتی  یادگیری  روش  ابتدا  بخش  این  در 
الگوریتم های خاص یادگیری تقویتی عمیق مورد بررسی قرار می گیرند. ابتدا 
تعامل در روش یادگیری تقویتی بین عامل و محیط توضیح داده می شود، 
سپس الگوریتم های مبتنی بر ارزش و مبتنی بر سیاست مورد ارزیابی قرار 
می گیرند. سپس، الگوریتم یادگیری عمیق کیو که شبکه عصبی و الگوریتم 
یادگیری کیو را در بر می گیرد، معرفی می شود. سپس الگوریتم سارسا1 معرفی 
می شود. پس از آن الگوریتم های مبتنی بر سیاست مانند بهبود سیاست بازه 
نهایت  در  می گیرند.  قرار  ارزیابی  مورد  نزدیک3  سیاست  بهبود  2و  اعتماد 
الگوریتم گرادیان سیاست قطعی عمیق که در پژوهش حاضر مورد استفاده 

قرار گرفته است، مورد تبیین قرار می گیرد. 

روش یادگیری تقویتی - 1- 4
عامل  یک  که  می کند  توصیف  را  فرآیندی  تقویتی  یادگیری  رویکرد 
هوشمند با محیط خود تعامل دارد. روش یادگیری تقویتی  برای حل مسائل 
تصمیم گیری متوالی بسیار قدرتمند و مفید می باشد. هدف عامل جستجوی 
یک توالی بهینه از اقدامات کنترلی بر اساس بازخورد خود از محیط می باشد. 

1 State Action Reward State Action
2 Trust Region Policy Optimization
3 Proximal Policy Optimization

 
 خودرو آزادی درجه دو مدل: 4 شکل

Fig.4 Two degree-of-freedom vehicle model 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل  . مدل دو درجه آزادی خودرو

Fig. 4. Two degree-of-freedom vehicle model
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یادگیری  روش  ارتقای  خود  و  ارزیابی  خود  ذاتی  ویژگی های  به  توجه  با 

تقویتی، این روش به طور گسترده در بسیاری از کارهای تحقیقاتی از جمله 

]35[ استفاده شده است. 

در سناریو تصمیم گیری در بزرگراه، عامل و محیط به ترتیب خودرو قبلی 

)نارنجی رنگ( و خودروهای اطراف )سبز رنگ( هستند. این مساله را می توان 

توسط فرآیندهای تصمیم مارکوف1 مدلسازی نمود، در فرایند مارکوف متغیر 

حالت بعدی فقط به وضعیت و عملکرد فعلی مربوط می شود ]36[. این بدان 

معناست که مسئله تصمیم گیری متوالی مورد بحث در رانندگی خودران دارای 

ویژگی مارکوف است. 
1  Markov Decision Process

یادگیری  تعامل  اغلب  مربوطه  مارکوف  فرآیند تصمیم  مطابق شکل 5 
تقویتی را به صورت یک تاپل )S, A, P, R, γ( نشان می دهد. که در آن 
S و A به ترتیب مجموعه حالت ها و کنش های کنترلی هستند. همچنین P و 
R عناصر مهم محیط در روش یادگیری تقویتی هستند و به ترتیب به معنای 

مدل گذار و پاداش هستند.
پاداش های  بر  به طور همزمان  فعلی  تقویتی، عمل  یادگیری  در روش 
حال و آینده تأثیر می گذارد. از این رو، γ یک ضریب ثابت برای متعادل کردن 

دو پاداش ذکر شده می باشد. 
برای نمایش مجموع پاداش های آینده، پاداش انباشته Rt به صورت زیر 

تعریف می شود: 

 
 (RL) تقویتی یادگیری مدل: 5 شکل

Fig.5 Reinforcement learning (RL) method 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

)RL( شکل 5. مدل یادگیری تقویتی

Fig. 5. Reinforcement learning (RL) method

جدول 1. پارامترهای خودرو دو درجه آزادی

Table 1. Vehicle parameters

 

 : پارامترهای خودرو دو درجه آزادی1جدول 
Table 1. Vehicle parameters 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 مقدار نماد پارامتر
 m kg 0561 خودرو کلی جرم

 zI 2kg.m 5786 یاو زاویه اینرسی ممان
 fl m 4/0 فاصله مرکز جرم تا محور جلو
 rl m 5/0 فاصله مرکز جرم تا محور عقب

 αfc N/rad 50111 جلو لاستیک سختی
 αrc N/rad 00111 عقب لاستیک سختی
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که در آن t زمان و rt پاداش مربوطه می باشد.
برای ثبت ارزش حالت s هنگام انجام عمل a و ارزیابی پاداش به دست 

آمده، دو تابع ارزش و تابع کیو Q به صورت زیر تعریف می شوند:

(3)
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π به سیاست عمل کنترلی، V تابع ارزش، و Q تابع حالت-عمل  که 
)که به اختصار جدول Q نامیده می شود( می باشند.

بازگشتی  به صورت  معمولًا  حالت-عمل  تابع  آسان،  به روزرسانی  برای 
مطابق زیر بازنویسی می شود:

(5)
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   در نهایت، عمل کنترلی بهینه با توجه به سیاست کنترلی اتخاذ شده 
توسط تابع حالت-عمل به صورت زیر تعیین می شود:

(6)
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تقویتی   یادگیری  روش  مختلف  الگوریتم های  ماهیت  بنابراین، 
) به روش های مختلف است. با توجه  , )t tQ s a به روزرسانی تابع حالت-عمل
به سبک به روزرسانی قوانین، الگوریتم های یادگیری تقویتی طبقه بندی های 
متنوعی دارند، از جمله می توان الگوریتم های یادگیری تقویتی را به دو دسته 

مبتنی بر سیاست و مبتنی بر ارزش دسته بندی نمود ]37[.

روش مبتنی بر ارزش1 :- 2- 4
برای یافتن سیاست بهینه، تابع حالت-عمل را می توان به صورت معادله 

1  Value-based

)7( بیان نمود:
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به طوری که سیاست بهینه را به صورت معادله )8( می توان بیان نمود:

(8)
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یکی از روش های حل مسائل یادگیری تقویتی با تلاش برای یافتن تابع 
مقدار- عمل بهینه، یادگیری کیو نام دارد. روش یادگیری کیو یک رویکرد 
خارج از سیاست و بدون مدل است. مقادیر حالت و عمل نیز به عنوان مقادی 

کیو شناخته می شوند.
در حقیقت، مقادیر کیو بر اساس داده های جمع آوری شده توسط عامل در 
هنگام تعامل با محیط طبق معادله بهینه سازی بلمن معادله )4(، به روزرسانی 

می شوند. 
در روش های مبتنی بر ارزش، به منظور یادگیری تابع کیو، از سیاست 
ϵ حریصانه در انتخاب اقدام جدید استفاده می شود، به طوری که عامل یک 

عمل جدید )بر اساس کیو( با احتمال  ϵ-1 انتخاب می کند. )مقدار ϵ بین 0 
و 1 است( و یک اقدام تصادفی با احتمال ϵ انتخاب می شود.

سیاست  به  توجه  بدون  عامل  ارزش  بر  مبتنی  روش های  در  واقع،  در 
ورودی به آن فقط در جهت بهینه سازی تابع ارزش یا تابع کیو گام برداشته 

و آموزش دیده می شود.

الگوریتم شبکه عمیق کیو- 1- 2- 4
همانطور که گفته شد، در روش یادگیری تقویتی عمیق  از شبکه ی عصبی 
برای تقریب تابع کیو استفاده می شود، در حقیقت در استراتژی تصمیم گیری 
مبتنی بر یادگیری تقویتی عمیق، یک عامل می تواند در یک محیط تصادفی 
با انتخاب یک سری اقدامات در طول یک توالی از مراحل زمانی عمل کند، 
سپس از بازخوردها )یعنی پاداش( یاد بگیرد تا پاداش تجمعی را به حداکثر 
در  استفاده  مورد  الگوریتم های  مهم ترین  از  یکی  کیو  برساند. شبکه عمیق 

مسائل مربوط به روش یادگیری تقویتی عمیق می باشد.
شبکه عمیق کیو اولین بار برای اجرای بازی های آتاری ارائه شده است. 
این شبکه نقاط قوت یادگیری عمیق )شبکه عصبی( و یادگیری کیو را برای 
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کیو،  یادگیری  در  می کند.  ترکیب  ارزش-حالت  جدید  تابع  آوردن  به دست 
قانون به روز رسانی به شرح زیر می باشد:
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تجربیات  مبادله  برای  یادگیری  نرخ  عنوان  به   α  ∈ ]0  ،1[ آن  در  که 
s و  ′ آموخته شده قدیمی و جدید از محیط نام گذاری شده است. همچنین 
′a حالت و عمل در مرحله زمانی بعدی هستند. یادگیری کیو معمولی قادر 
به حل مسآله با فضای بزرگی از متغیر حالت نیست، زیرا به زمان زیادی برای 
به دست آوردن جدول Q که متغیر است، نیاز دارد. بنابراین، در روش یادگیری 
 Q(s, a; عمیق کیو، یک شبکه عصبی برای تقریب جدول کیو به صورت
θ) استفاده می شود. برای شبکه عصبی، ورودی ها آرایه های متغیرهای حالت 
و اقدامات کنترلی هستند و خروجی تابع حالت- مقدار است. برای اندازه گیری 
اختلاف بین جدول کیو تقریبی و واقعی، تابع ضرر مانند عبارت زیر معرفی 

می شود:  
     

(10)
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عصبی  شبکه  در   )θ ،θ ′ ( پارامتر  دو  می شود،  مشاهده  که  همانطور 
وجود دارد که دو شبکه را در شبکه عمیق کیو تفویض می کنند. این شبکه ها، 
شبکه های پیش بینی و هدف می باشند. اولی برای تخمین عمل کنترل فعلی 
به طور کلی، شبکه  ایجاد مقدار هدف است.  برای  اعمال می شود و دومی 
هدف پارامترها را در هر تعداد معینی از مراحل زمانی از شبکه پیش بینی تقلید 
می کند. با انجام این کار، جدول کیو هدف همگرا می شود تا یک نمونه را تا 
حدی پیش بینی کند به طوریکه ناپایداری شبکه برطرف شود. در شبکه عمیق 

کیو، شبکه عصبی برخط با کاهش گرادیان به شکل زیر به روز می شود:
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این عملیات شبکه عمیق کیو را به عنوان یک الگوریتم مبتنی بر ارزش 
دست  به  خاصی  معیار  با  پاداش ها  و  وضعیت ها  همچنین  و  می کند  تبدیل 

می آیند.

الگوریتم سارسا- 2- 2- 4
بر  مبتنی  از روش  دیگری  نمونه  کیو،  یادگیری عمیق  بر روش  علاوه 
 )13( معادله   به صورت  کیو  مقادیر  سارسا،  در  است.  سارسا  روش  ارزش، 

به روزرسانی می شوند:
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ایجاد شده می آموزد که ممکن  از تجربیات  یادگیری کیو  در حالی که 
است از سیاست فعلی نیز نباشند )خارج از سیاست(، اما روش سارسا از تجارب 
جمع آوری شده که مبتنی بر سیاست اولیه وارده بر عامل می باشد، می آموزد.  
تمایز دیگر این است که یادگیری کیو، مقادیر کیو را با انتخاب حداکثر 
یک تقریب در مرحله بعد به روزرسانی می کند، اما روش سارسا با پیروی از 

سیاست ϵ حریصانه1 فرایند به روزرسانی را انجام می دهد.
برای  ϵ حریصانه  از سیاست  استفاده  با  را  اقدام  همچنین هر دو روش 
وظیفه ی اکتشاف انتخاب می کنند. با این حال، روش یادگیری کیو، مقادیر 
کیو را با یک سیاست حریصانه به روزرسانی می کند، در حالی که روش سارسا 

مقادیر کیو را با پیروی از سیاست ϵ حریصانه به روزرسانی می کند.

روش مبتنی بر سیاست2 - 3- 4
در حالیکه روش های مبتنی بر ارزش، تابع ارزش )کیو( را بهینه کرده و 
سپس خروجی را به سیاست بهینه منتج می کنند، روش های مبتنی بر سیاست 
مطابق معادله )14( عموماً یاد می گیرند که یک سیاست را مستقیماً بر اساس 

مجموع پاداش های دریافتی بهینه کنند. 
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مطابق  گرادیان سیاست  با  که  است  پارامترهای سیاست   θ آن  در  که 
معادله )15( به روزرسانی می شود.

1 greedy
2 Policy-based
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را  عامل  توسط  شده  انجام  اقدامات  احتمال  پارامترها  رسانی  به روز 
به صورت لگاریتمی افزایش می دهد. 

به روزرسانی  شیب  تندترین  از  را  سیاست  سیاست،  گرادیان  روش های 
می کنند تا بازدهی را به حداکثر مقدار برسانند.

سیاست  بر  مبتنی  روش های  در  استفاده  مورد  الگوریتم های  جمله  از 
می توان به الگوریتم های بهبود سیاست بازه اعتماد و بهبود سیاست نزدیک 

اشاره نمود.
به روز رسانی  قید  درنظر گرفتن  با  اعتماد   بازه  بهبود سیاست  الگوریتم 
را به روزرسانی می کند  پارامترهای شبکه  بر اساس روش واگرایی1  سیاست 
به طوری که سیاست جدید تفاوت قابل توجه ای با سیاست فعلی نداشته باشد.

مسئله  برای  را  قید  که  اعتماد  بازه  سیاست  بهبود  الگوریتم  برخلاف 
الگوریتم بهبود سیاست نزدیک شامل قید در  بهینه سازی در نظر می گیرد. 
در  جایگزین جدا می باشد.  تابع هدف  قالب یک  در  بهینه سازی  تابع هدف 
با  جدید  پیشنهادی  سیاست  اگر  نزدیک  سیاست  بهبود  روش  در  حقیقت، 
پاداش  و  شده  جریمه  هدف  تابع  باشد،  داشته  زیادی  تفاوت  قبلی  سیاست 

منفی دریافت خواهد کرد. 

الگوریتم گرادیان سیاست قطعی عمیق - 4- 4
اگرچه عملکرد الگوریتم یادگیری عمیق کیو در مسائلی که ابعاد زیادی 
دارند بسیار پربازده می باشد، اما فضای اقدام در این شبکه گسسته است و از 
آن جایی که بسیاری از مسائل واقعی و حائز اهمیت برای ما از جمله مسائل 
مربوط به کنترل فیزیکی، دارای فضای اقدام پیوسته هستند، گسسته بودن 

فضا در شبکه یادگیری عمیق کیو یک نقطه  ضعف به شمار می آید. 
روش گرادیان سیاست قطعی عمیق یک الگوریتم خارج از سیاست است 
و در فضای عملکردی پیوسته قابل استفاده است. الگوریتم گرادیان سیاست 
تابع کیو که  یادگیری  از دو بخش اصلی تشکیل شده است:  قطعی عمیق 
توسط  شده  انجام  سیاست  یادگیری  و  می شود  انجام  منتقد2  شبکه  توسط 

شبکه سیاست عملگر3. 
معادله بلمن برای الگوریتم گرادیان سیاست قطعی عمیق مطابق معادله 

1 Kullback-Leibler
2 critic
3 actor

)16( می باشد:
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φ می باشد. ) شبکه منتقد با پارامتر  , )Q s aφ که 

قطعی عمیق، شبکه  گرادیان سیاست  الگوریتم  در   ،)16( معادله  مطابق 
سیاست تلاش می کند تا یک سیاست قطعی )uφ (s را بیاموزد به طوریکه عمل 
باشد.  ( ),  Q s a∗ انتخاب شده توسط عامل در جهت به حداکثر رساندن تابع 

برای کاهش مشکل پایداری شبکه در الگوریتم گرادیان سیاست قطعی 
عمیق، از بافر پخش مجدد و شبکه های هدف استفاده می شود. شبکه های 
گرادیان سیاست قطعی عمیق یک شبکه  الگوریتم  در  استفاده  مورد  هدف 

منتقد هدف و یک شبکه هدف سیاست می باشند.
اما  شده اند،  کپی  خود  اصلی  نسخه  از  هدف  شبکه  دو  هر  معماری 
φ از نسخه اصلی خود عقب تر هستند. در واقع، شبکه های هدف  پارامترهای 
با میانگین به روز می شوند، که سبب می شود تا شبکه های اصلی را به آرامی 

ردیابی کنند و در نتیجه پایداری را افزایش دهند.
نحوه عملکرد الگوریتم گرادیان سیاست قطعی عمیق در شکل 6 قابل 

مشاهده می باشد.

4مشخصات4پارامترها4-5
گرادیان  الگوریتم  بر  مبتنی  تصمیم گیری  استراتژی  استخراج  برای 
سیاست قطعی عمیق، متغیرها جهت شبیه سازی محیط رانندگی به شرح زیر 

مقداردهی اولیه می شوند.
همچنین  هستند.  خودرو  فرمان  زاویه  و  گاز  دریچه  کنترلی  عمل های 
متغیرهای حالت مطابق معادله )17( و )18( فاصله و سرعت نسبی بین عامل 

و خودروهای اطراف آن هستند:
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( ) | ln ( | )t t tJ E G a s                                                 )15( 
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]( ) [( ( , ; ( ;,)) )iL E y Q s a Q s a      
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که در آن s و v اطلاعات موقعیت و سرعت به دست آمده از دینامیک 
خودرو هستند. همچنین اندیس های ag و su به ترتیب عامل و خودروهای 
اطراف را نشان می دهند. لازم به ذکر است که معادله )17( و )18( را می توان 
نظر  در  نیز  تقویتی  یادگیری  روش  چارچوب  در   P انتقال  مدل  عنوان  به 

گرفت.
که  است  مورد  سه  شامل  پژوهش  این  در   R پاداش  تابع  نهایت،  در 
باید  عامل  حقیقت،  در  است.  رانندگی  اهداف  و  ایمنی  کارایی،  نشان دهنده 
از  با حداکثر سرعت ممکن رانندگی کند، به طوریکه در خط راست بماند و 
تصادف با سایر خودروهای اطراف اجتناب کند. پاداش طراحی شده در هر 

مرحله زمانی )t( به صورت معادله )19( تعریف می شود:
 

(19)

max ( ;, )t t a
y r Q s a 


                                                                                                                           )11( 

 

            )12(           

 

1 1( , ) ( , ) ( ( , )) ( , ))t t t t t t t tQ s a Q s a r Q s a Q s a                                                                                   )13( 

 

 max ( ) max max |t tJ V E G S S
                              )14(   

 

( ) | ln ( | )t t tJ E G a s                                                 )15( 

 
2( , ) ( ( , ) ( (1 )max ( , )))DL E Q s a r d Q s a                                                         )16(  

 ag sus s s                                                                                                                                              )17(
     

ag suV V V                                                                                                                                              )18(
            

2 max 2100( ) 40( 1) 10( )t ag agR collision L V V                                                              )19(   

]( ) [( ( , ; ( ;,)) )iL E y Q s a Q s a      

 

که در آن برخورد به صورت }0، 1{ تعریف می شود که شرایط برخورد را 
برای عامل نشان می دهد. همچنین تعداد لاین ها به صورت}1, 2, 3{ است 

که نشان دهنده شماره خط در بزرگراه می باشد. 

در این پژوهش سیاست کنترلی تصمیم گیری پیشنهادی در محیط نرم 
افزار متلب شبیه سازی، آموزش و ارزیابی شده است. تعداد خطوط و وسایل 
نقلیه اطراف به ترتیب 3 و 6 عدد است. همچنین مقادیر ضریب تخفیف و 
نرخ یادگیری به ترتیب 0/8 و 0/2 می باشد. تعداد لایه های شبکه ارزش 128 

هستند. همچنین تعداد اپیزودها 100 عدد می باشد. 
نرم  در  بلوکی سناریو سبقت گیری شبیه سازی شده  نمودار  در شکل 7 

افزار متلب- سیمولینک قابل مشاهده می باشد.
یادگیری  زیرسیستم سناریو،  بلوکی شامل سه  دیاگرام  مطابق شکل 7 

تقویتی و دینامیک خودرو به همراه کنترل آن می باشد. 
در بخش بعدی عملکرد الگوریتم تصمیم گیری ارائه شده در زیرسیستم 

یادگیری تقویتی مورد بحث قرار می گیرد.

نتایج4و4بحث-4 
الگوریتم گرادیان سیاست قطعی عمیق  این بخش عملکرد کنترلی  در 
جهت فرایند تصمیم گیری عامل در محیط ترافیکی بزرگراه مورد ارزیابی و 

تحلیل قرار می گیرد. 
در ارزیابی، ابتدا اثربخشی سیاست تصمیم گیری با روش دیگر مقایسه 

 
  یقعم یقطع یاستس یانگراد الگوریتم عملکرد نحوه: 6 شکل

 
Fig.6 DDPG algorithm 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل  . نحوه عملکرد الگوریتم گرادیان سیاست قطعی عمیق 

Fig. 6. DDPG algorithm
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است.  آن  بودن  بهینه  از  حاکی  شبیه سازی  نتایج  می شود.  راستی آزمایی  و 
سپس، توانایی یادگیری الگوریتم گرادیان سیاست قطعی عمیق پیشنهادی 
با تجزیه و تحلیل پاداش های انباشته شده اثبات می شود. در شکل 8 مانور 
سبقت گیری انجام شده توسط عامل )خودرو آبی رنگ( در محیط ترافیکی 

طراحی شده در بزرگراه قابل مشاهده می باشد. 

اثربخشی الگوریتم گرادیان سیاست قطعی عمیق- 1- 6
ترافیکی  محیط  در  عامل  تصمیم گیری  برای  روش  دو  بخش  این  در 
بزرگراه ارائه شده است. ابتدا الگوریتم یادگیری عمیق کیو و سپس الگوریتم 
گرادیان سیاست قطعی عمیق مورد بررسی و ارزیابی قرار می گیرد. همچنین 
الگوریتم  الگوریتم گرادیان سیاست قطعی عمیق نسبت به  مزیت و برتری 
یادگیری عمیق کیو در این بخش نمایش داده می شود. در حقیقت الگوریتم 
الگوریتم  بودن  بهینه  استنتاج  برای  معیاری  عنوان  به  کیو  عمیق  یادگیری 
گرادیان سیاست قطعی عمیق در نظر گرفته می شود. لازم به ذکر است که 
سیاست  گرادیان  الگوریتم  و  کیو  عمیق  یادگیری  الگوریتم  دو  پارامترهای 

قطعی عمیق یکسان در نظر گرفته شده اند. 
مجموع پاداش به دست آمده در هر اپیزود نشان دهنده عملکرد سیاست 
کنترلی در روش یادگیری تقویتی عمیق می باشد. میانگین پاداش در دو روش 
یادگیری عمیق کیو و الگوریتم گرادیان سیاست قطعی عمیق در 25 اپیزود در 

شکل 9 نمایش داده شده است. 
روند افزایشی این منحنی ها گویای عملکرد بهتر عامل در تعامل با محیط 
با  عامل  برخورد  احتمال  از  ناشی  منحنی  کاهشی  روند  همچنین  می باشد. 
خودروهای اطراف و عبور از خطوط موجود در بزرگراه در طی انجام مانور 
سبقت گیری می باشد که این امر ناشی از محیط ترافیکی پیچیده طراحی شده 
الگوریتم گرادیان سیاست  در بزرگراه است. طبق شکل 9، میزان یادگیری 
قطعی عمیق برای انجام مانور سبقت گیری طراحی شده در محیط بزرگراه 

بهتر از الگوریتم یادگیری عمیق کیو می باشد. 
در  حالت  متغیرهای  عنوان  به  خودرو  مسافت  و  سرعت  که  آنجایی  از 
این کار انتخاب شده اند، شکل 10 مقادیر فاصله عامل با استفاده از دو روش 
یادگیری عمیق کیو و الگوریتم گرادیان سیاست قطعی عمیق همچنین شکل 

 
 سیمولینک افزار نرم در گیریسبقت سناریو بلوکی نمودار: 7 شکل

Fig.7 Block diagram in the Simulink 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 7. نمودار بلوکی سناریو سبقت گیری در نرم افزار سیمولینک

Fig. 7. Block diagram in the Simulink
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شکل 8. مانور سبقت گیری انجام شده توسط عامل در محیط بزرگراه )ادامه دارد(

Fig. 8. Overtaking monouvre (Continued)   
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     Fig.8 Overtaking monouvre بزرگراه محیط در عامل توسط شده انجام گیریسبقت مانور: 8 شکل
 

 

 

 

 

 

 

شکل 8. مانور سبقت گیری انجام شده توسط عامل در محیط بزرگراه

Fig. 8. Overtaking monouvre
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  قیعم یقطع استیس انیو گراد ویک قیعم یریادگی روش دو در میانگین پاداش: 9 شکل

Fig.9 Average reward in DDPG and DQN methods 
 

 
  قیعم یقطع استیس انیو گراد ویک قیعم یریادگی روش در عامل جاییجابه: 11 شکل

Fig.10 Travel distance in DDPG and DQN methods 
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شکل 9. پاداش میانگین در دو روش یادگیری عمیق کیو و گرادیان سیاست قطعی عمیق

Fig. 9. Average reward in DDPG and DQN methods
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Fig.10 Travel distance in DDPG and DQN methods 
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شکل 10. جابه جایی عامل در روش یادگیری عمیق کیو و گرادیان سیاست قطعی عمیق 

Fig. 10. Travel distance in DDPG and DQN methods
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11 نیز به ترتیب مقادیر سرعت طولی عامل با استفاده از دو روش یادگیری 
را در مدت زمان 25  الگوریتم گرادیان سیاست قطعی عمیق  عمیق کیو و 

ثانیه نشان می دهند. 
طبق شکل 10، جابه جایی طولانی تر نشان دهنده ی این است که اقدامات 
تا طولانی تر حرکت  قادر می سازد  را  را  انتخاب شده عامل، خودرو  کنترلی 

کرده و از برخورد جلوگیری کند.
طبق نمودار 11، بزرگی سرعت بالاتر به معنای پاداش های بیشتر است. 
الگوریتم گرادیان  بودن  پربازده  نتیجه  بیشتر و در  پاداش های  نتایج گویای 
محیط  در  کیو  عمیق  یادگیری  الگوریتم  به  نسبت  عمیق  قطعی  سیاست 

بزرگراه می باشد.
 طبق نتایج شبیه سازی حاصل شده از شکل های 9-11، عامل )خودروی 
خودران( هدایت  شده توسط الگوریتم گرادیان سیاست قطعی عمیق می تواند 
و  ایمنی  اهداف  به  کیو  یادگیری عمیق  الگوریتم  به  نسبت  موثرتر  به طور 

کارایی در محیط ترافیکی بزرگراهی دست پیدا کند.

نرخ یادگیری الگوریتم گرادیان سیاست قطعی عمیق- 2- 6
در این بخش، میزان یادگیری و نرخ همگرایی الگوریتم گرادیان سیاست 
قطعی عمیق ارائه شده مورد بحث و بررسی قرار می گیرد. همانطورکه گفته 
شد، هدف اصلی در الگوریتم های یادگیری تقویتی عمیق به روزرسانی تابع 

حالت-عمل)Q(s, a به روش های مختلف می باشد.  
در شکل 12 نمودار شتاب طولی با الگوریتم های تصمیم گیری یادگیری 
قابل  ثانیه   25 زمان  مدت  در  عمیق  قطعی  سیاست  گرادیان  و  کیو  عمیق 

مشاهده می باشد.  
مطابق شکل 12، عامل در الگوریتم گرادیان سیاست قطعی عمیق بیشتر 
از یادگیری عمیق کیو با محیط رانندگی آشنایی دارد. از اینرو، می توان بیان 
کرد که نرخ همگرایی الگوریتم گرادیان سیاست قطعی عمیق برای مساله 
از یادگیری عمیق کیو می باشد. همچنین در  تصمیم گیری در بزرگراه بهتر 
از  بیشتر  عامل  شتاب گیری  مقدار  عمیق  قطعی  سیاست  گرادیان  الگوریتم 
بیشتر  میل  از  حاکی  موضوع  این  و  کیو می باشد  عمیق  یادگیری  الگوریتم 

 
  قیعم یقطع استیس انیو گراد ویک قیعم یریادگی روش در عامل طولی سرعت: 11 شکل

Fig.11 Longitudinal velocity in DDPG and DQN methods 
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شکل 11. سرعت طولی عامل در روش یادگیری عمیق کیو و گرادیان سیاست قطعی عمیق 

Fig. 11. Longitudinal velocity in DDPG and DQN methods
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  قیعم یقطع استیس انیو گراد ویک قیعم یریادگی روش در عامل طولی شتاب: 12 شکل

Fig.12 Longitudinal acceleration in DDPG and DQN methods 
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شکل 12. شتاب طولی عامل در روش یادگیری عمیق کیو و گرادیان سیاست قطعی عمیق 

Fig. 12. Longitudinal acceleration in DDPG and DQN methods

الگوریتم  بیشتر  بازدهی  نتیجه  در  و  سرعت  لاین  در  حرکت  جهت  عامل 
محیط  در  کیو  عمیق  یادگیری  به  نسبت  عمیق  قطعی  سیاست  گرادیان 

بزرگراهی می باشد. 
برای مقایسه نرخ یادگیری الگوریتم های گرادیان سیاست قطعی عمیق 
و یادگیری عمیق کیو، شکل 13 مقدار پاداش های تجمعی را در این دو روش 

نشان می دهد. 
سیاست  گرادیان  الگوریتم  در  تجمعی  پاداش   مقدار   ،13 شکل  مطابق 
این موضوع  است، که  یادگیری عمیق کیو  از  بزرگتر  قطعی عمیق همواره 
گرادیان  الگوریتم  توسط  شده  اتخاذ  کنترلی  سیاست  برتری  نشان دهنده 
گرادیان  روش  در  عامل  دیگر  عبارت  به  می باشد.  عمیق  قطعی  سیاست 
محیط  مورد  در  بیشتری  تجربیات  و  دانش  می تواند  عمیق  قطعی  سیاست 
رانندگی بیاموزد. در حقیقت، عامل در الگوریتم گرادیان سیاست قطعی عمیق 

سیاست کنترل بهینه را سریع تر جستجو می کند.
در جدول 2 نتایج حاصل شده از دو الگوریتم گرادیان سیاست قطعی 

عمیق و یادگیری عمیق کیو با یکدیگر مورد مقایسه قرار گرفته اند. 

قطعی  سیاست  گرادیان  الگوریتم  سازگاری  تشخیص  برای  ادامه  در 
جدید  سناریو  دو  رانندگی،  سناریو  در  موثر  پارامترهای  در  تغییر  با  عمیق، 
طراحی شده و عملکرد الگوریتم در دو سناریوی جدید مورد ارزیابی و تبیین 

قرار خواهد گرفت.
در سناریو اول، موقعیت عامل جهت سبقت گیری تغییر داده شده است 
و عامل در کنار خودروی نارنجی رنگ جهت انجام مانور سبقت گیری قرار 
گرفته است. نتایج حاکی از انجام مانور بدون برخورد می باشد، اما به دلیل 
پاداش کمی  عامل  به  انجام شده،  عامل  توسط  که  سبقت گیری خطرناکی 

داده شده است.
این پاداش پایین ناشی از دو عامل می باشد: 1- قطع خطوط توسط عامل 
در هنگام انجام مانور سبقت گیری، 2- بالا بودن احتمال وقوع تصادف توسط 
عامل در هنگام انجام مانور سبقت گیری در شکل 14 مانور انجام شده توسط 

عامل قابل مشاهده می باشد. 
انجام  پاداش کمتر توسط عامل در هنگام  در شکل 15، علت دریافت 

مانور نشان داده شده است. 
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  قیعم یقطع استیس انیو گراد ویک قیعم یریادگی روش در عامل تجمعی پاداش: 13 شکل

Fig.13 Accumulative reward in DDPG and DQN methods 
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شکل 13. پاداش تجمعی عامل در روش یادگیری عمیق کیو و گرادیان سیاست قطعی عمیق  

Fig. 13. Accumulative reward in DDPG and DQN methods

جدول 2. مقایسه ی دو الگوریتم گرادیان سیاست قطعی عمیق و یادگیری عمیق کیو

Table 2. DDPG and DQN methods comparison
 کیویادگیری عمیق و  گرادیان سیاست قطعی عمیقی دو الگوریتم : مقایسه2جدول 

Table2 DDPG and DQN methods comparison 
 

 کیویادگیری عمیق  گرادیان سیاست قطعی عمیق  پارامتر
 093 214 جایی )متر(بیشترین مقدار جابه

 32/44 42 بیشترین مقدار سرعت طولی )متر بر ثانیه(

 0 1/0 بیشترین مقدار شتاب طولی )متر بر مجذور ثانیه(

 43 41 بیشترین پاداش میانگین در یک اپیزود
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  بزرگراه محیط در عامل توسط شده انجام خطرناک گیریسبقت مانور: 14 شکل

Fig.14 Dangerous overtaking scenario 
 

شکل  1. مانور سبقتگیری خطرناک انجام شده توسط عامل در محیط بزرگراه 

Fig. 14. Dangerous overtaking scenario
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مطابق شکل 15، عامل در هنگام سبقت گیری خط کشی جاده را قطع 
کرده و همچنین مانور را در وضعیت نزدیک به برخورد انجام داده است.

سبقت گیری  عامل  توسط  آن  از  که  خودرویی  سرعت  دوم،  سناریو  در 
افزایش پیدا کرده است، مطابق شکل 16 در این سناریو، برخورد  می شود، 

صورت گرفته است و عامل جریمه شده و پاداش منفی دریافت کرده است.
دو  مشابه  شرایطی  با  مواجه  هنگام  در  عامل  توانایی  افزایش  برای 
سناریوی طراحی شده، یا باید روند آموزش را طولانی تر کرد تا عامل بتواند 
دانش بیشتری از محیط های رانندگی یاد بگیرد. همچنین می توان اطلاعات 
اطراف را از طریق فناوری ارتباطات در دسترس عامل قرار داد، که به آن 
کمک کند تا تصمیمات درست را در بزرگراه بگیرد. همچنین می توان از دو 
عامل مجزا برای یادگیری سناریو استفاده نمود به طوریکه یک عامل در جهت 
حرکت طولی خودرو و عامل دیگر در جهت حرکت عرضی خودرو آموزش 
ببیند، که این موضوع سبب معطوف شدن آموزش هر عامل به یک وظیفه ی 

خاص می شود.

نتیجه گیری- 7
مبتنی  ایمن  و  کارآمد  تصمیم گیری  الگوریتم  یک  پژوهش،  این  در 
ارائه  خودران  خودروی  برای  بزرگراه  در  عمیق  تقویتی  یادگیری  روش  بر 
الگوریتم مذکور، گرادیان سیاست قطعی عمیق است. چارچوب  شده است. 
تعداد خطوط مختلف  با  رانندگی مشابه  به سناریوهای  کنترلی ساخته شده 
که  می دهد  نشان  شبیه سازی  نتایج  شد.  داده  تعمیم  اطراف  خودروهای  و 
را  همگرایی  نرخ  و  بودن  بهینه  می تواند  پیشنهادی  تصمیم گیری  الگوریتم 
تضمین کند. همچنین میزان یادگیری الگوریتم پیشنهادی نسبت به الگوریتم 

یادگیری عمیق کیو بیشتر می باشد.
آنلاین سیایت تصمیم گیری  کاربرد  بر روی  آینده می توان  کارهای  در 
پیشنهادی تمرکز نمود. همچنین، محیط متصل را می توان برای به اشتراک 
همچنین  داد.  قرار  مطالعه  مورد  اطراف  نقلیه  وسایل  با  اطلاعات  گذاشتن 
داده های رانندگی جمع آوری شده در دنیای واقعی را می توان برای ارزیابی 
عملکرد روش تصمیم گیری پیشنهادی در محیط رانندگی واقعی استفاده نمود. 

 
 بزرگراه محیط در عامل توسط شده انجام خطرناک عمل: 15 شکل

Fig.15 Dangerous action 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 15. عمل خطرناک انجام شده توسط عامل در محیط بزرگراه

Fig. 15. Dangerous action
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  بزرگراه محیط در عامل توسط شده انجام گیریسبقت مانور در برخورد وقوع: 16 شکل

Fig.16. Collision in the overtaking scenario 
 

 

 

 

شکل  1. وقوع برخورد در مانور سبقتگیری انجام شده توسط عامل در محیط بزرگراه 

Fig. 16. Collision in the overtaking scenario
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