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ABSTRACT: Mathematical modeling is used to study the phenomena and behavior of the system. 
Complex mathematical equations require powerful and time-consuming computational tools where that 
must be examined in order to obtain the correct behavior of a system. However, they require robust 
computational tools and take a lot of time. High-accuracy numerical simulations utilize numerical 
schemes and modeling tools to solve this set of equations and generate useful information about the 
behavior of a system. It makes many restrictions on the solution of scientific problems in different 
research fields such as geophysical and atmospheric flows, which have high temporal and spatial 
variations. Therefore, the development of effective and robust algorithms to achieve the maximum 
quality of numerical simulations with the optimal computational cost is a research topic. There are 
several methods for dimension reduction but this study used a combination of Proper Orthogonal 
Decomposition and long-short term memory network. Finally, comparing the results related to the modal 
coefficients which are obtained by the reduced order model and computational fluid dynamics snapshots 
projection shows the high accuracy of the proposed method. Also, one of the items considered in the 
study of algorithms is the time complexity of the algorithm. The computational time of the proposed 
method which is reconstructed using 15 modes is ten times faster than when all features have been used 
to reconstruct the model. 
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1- Introduction
In general, reduced-order modeling is a method that 

replaces the original model of the system with a model, which 
has a low dimension. So that it can retain some features of the 
system as well [1]. In the desired model, the reduced-order 
model should have dimensions that are close to the minimum 
number of parameters necessary to explain the behavior of the 
system. Many existing reduced-order modeling algorithms 
have been developed for linear systems. All these approaches 
are projection methods that convert the high-dimensional 
space of the original model into a low-dimensional subspace 
[2]. There are different model order reduction schemes in 
linear and nonlinear systems. In nonlinear systems, model 
order reduction is a more difficult problem. Therefore, it is the 
research topic in many studies today. Some of these studies 
include inertial manifold approximation, center manifold 
theory, Nonlinear Normal Modes (NNMs), and Proper 
Orthogonal Decomposition (POD) [3]. The proper orthogonal 
decomposition is an efficient method for extracting reduced 
basis functions for many physical systems [4]. Nowadays, the 
combination of machine learning and deep learning methods 
with traditional methods is used to create a reduced-order 
model with higher accuracy and a wide range of validity. 

The main goal of this research is to develop a reduced-order 
model as a surrogate model for predicting the geophysical 
(oceanic) data based on a hybrid framework.

2- Methodology
In this research, a hybrid framework using the proper 

orthogonal decomposition method and the Long-Short Term 
Memory (LSTM) network is presented. First, we used the 
proper orthogonal decomposition to calculate the modes and 
modal coefficients of the snapshots, and then the model order 
reduction has been performed according to the number of 
selected modes. According to each mode, there is a vector 
of temporal coefficients that moves on this vector using the 
sliding window method to generate the input-output data 
required for training the long short-term memory network. 
The end part of each vector is considered as test data that 
was not in the training data set. Fig. 1 shows the scheme 
implemented for generating the training dataset. In this 
figure at first, the POD is used for reducing low-dimension 
subspace, and then the LSTM network is used for predicting 
coefficients. In this research, the Mean Absolute Scaled Error 
(MASE) metric was used to determine the difference between 
the predicted values and expected values [5]. This error is 
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calculated using Eq. (1). As can be seen, in the numerator of 
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Fig. 1. Training strategy of LSTM networks with the 

input-output framework. 

Fig. 2 shows the MASE metric for LSTM prediction for 
all samples using 10 and 15 modes. The results show 
that the error is generally low, and as can be seen in this 
figure by increasing the number of modes, the initial 
error has also decreased. In this figure, the vertical axis 
indicates the amount of error and the horizontal axis 
indicates the execution periods of the long-short term 
memory network. 
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Fig. 2. MASE for the LSTM prediction on all samples by 
using (a) 10 modes and (b) 15 modes 

3. Results and Discussion  
In order to implement the reduced-order model, Python 
version 7.3 has been used in the PyCharm environment 
on a computer with 4 GB memory and a 2 GHz tri-core 
processor. The data set used in this research includes 90 
snapshots on a 150×300 grid and in a domain with a 

 (1)

Fig. 2 shows the MASE metric for LSTM prediction for 
all samples using 10 and 15 modes. The results show that 
the error is generally low, and as can be seen in this figure 
by increasing the number of modes, the initial error has also 
decreased. In this figure, the vertical axis indicates the amount 
of error and the horizontal axis indicates the execution periods 
of the long-short term memory network.

3- Results and Discussion 
In order to implement the reduced-order model, Python 

version 7.3 has been used in the PyCharm environment on a 
computer with 4 GB memory and a 2 GHz tri-core processor. 
The data set used in this research includes 90 snapshots on 
a 150×300 grid and in a domain with a dimension of 1×2, 
where the y-coordinate increases towards the north and 
the x-coordinate increases towards the east. The flow field 
is the type of Near-surface oceanic flow. All the numerical 
simulations in this research have been done for the 
dimensionless time of 3.78 and dimensioned time of 2.17 
years. Also, the snapshots used in the dimensionless time 
period of 2.88 to 3.78 have been created and used to create a 
proper orthogonal decomposition basis. Then, the temporal 
coefficients obtained from the decomposition of the snapshot 
have been used to train the long short-term memory network. 
For this purpose, 7 modes are extracted from the data, then 
the network is trained on each of the seven time-dependent 

1. Introduction 

In general, reduced-order modeling is a method that 
replaces the original model of the system with a model, 
which has a low dimension. So that it can retain some 
features of the system as well [1]. In the desired model, 
the reduced-order model should have dimensions that 
are close to the minimum number of parameters 
necessary to explain the behavior of the system. Many 
existing reduced-order modeling algorithms have been 
developed for linear systems. All these approaches are 
projection methods that convert the high-dimensional 
space of the original model into a low-dimensional 
subspace [2]. There are different model order reduction 
schemes in linear and nonlinear systems. In nonlinear 
systems, model order reduction is a more difficult 
problem. Therefore, it is the research topic in many 
studies today. Some of these studies include inertial 
manifold approximation, center manifold theory, 
Nonlinear Normal Modes (NNMs), and Proper 
Orthogonal Decomposition (POD) [3]. The proper 
orthogonal decomposition is an efficient method for 
extracting reduced basis functions for many physical 
systems [4]. Nowadays, the combination of machine 
learning and deep learning methods with traditional 
methods is used to create a reduced-order model with 
higher accuracy and a wide range of validity. The main 
goal of this research is to develop a reduced-order 
model as a surrogate model for predicting the 
geophysical (oceanic) data based on a hybrid 
framework. 

2. Methodology 
In this research, a hybrid framework using the proper 
orthogonal decomposition method and the Long-Short 
Term Memory (LSTM) network is presented. First, we 
used the proper orthogonal decomposition to calculate 
the modes and modal coefficients of the snapshots, and 
then the model order reduction has been performed 
according to the number of selected modes. According 
to each mode, there is a vector of temporal coefficients 
that moves on this vector using the sliding window 
method to generate the input-output data required for 
training the long short-term memory network. The end 
part of each vector is considered as test data that was 
not in the training data set. Fig. 1 shows the scheme 
implemented for generating the training dataset. In this 
figure at first, the POD is used for reducing low-
dimension subspace, and then the LSTM network is 
used for predicting coefficients. In this research, the 
Mean Absolute Scaled Error (MASE) metric was used 
to determine the difference between the predicted values 
and expected values [5]. This error is calculated using 
Eq. (1). As can be seen, in the numerator of this 
relationship, the quantity e, which is the prediction error 

and is obtained from the difference of the predicted 
value from the original. 

(1) 
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 
Fig. 1. Training strategy of LSTM networks with the 

input-output framework. 

Fig. 2 shows the MASE metric for LSTM prediction for 
all samples using 10 and 15 modes. The results show 
that the error is generally low, and as can be seen in this 
figure by increasing the number of modes, the initial 
error has also decreased. In this figure, the vertical axis 
indicates the amount of error and the horizontal axis 
indicates the execution periods of the long-short term 
memory network. 

 
(a) 

 
(b) 

Fig. 2. MASE for the LSTM prediction on all samples by 
using (a) 10 modes and (b) 15 modes 

3. Results and Discussion  
In order to implement the reduced-order model, Python 
version 7.3 has been used in the PyCharm environment 
on a computer with 4 GB memory and a 2 GHz tri-core 
processor. The data set used in this research includes 90 
snapshots on a 150×300 grid and in a domain with a 

Fig. 1. Training strategy of LSTM networks with the input-output framework.

Fig. 2. MASE for the LSTM prediction on all samples by using (a) 10 modes and (b) 15 modes

1. Introduction 

In general, reduced-order modeling is a method that 
replaces the original model of the system with a model, 
which has a low dimension. So that it can retain some 
features of the system as well [1]. In the desired model, 
the reduced-order model should have dimensions that 
are close to the minimum number of parameters 
necessary to explain the behavior of the system. Many 
existing reduced-order modeling algorithms have been 
developed for linear systems. All these approaches are 
projection methods that convert the high-dimensional 
space of the original model into a low-dimensional 
subspace [2]. There are different model order reduction 
schemes in linear and nonlinear systems. In nonlinear 
systems, model order reduction is a more difficult 
problem. Therefore, it is the research topic in many 
studies today. Some of these studies include inertial 
manifold approximation, center manifold theory, 
Nonlinear Normal Modes (NNMs), and Proper 
Orthogonal Decomposition (POD) [3]. The proper 
orthogonal decomposition is an efficient method for 
extracting reduced basis functions for many physical 
systems [4]. Nowadays, the combination of machine 
learning and deep learning methods with traditional 
methods is used to create a reduced-order model with 
higher accuracy and a wide range of validity. The main 
goal of this research is to develop a reduced-order 
model as a surrogate model for predicting the 
geophysical (oceanic) data based on a hybrid 
framework. 

2. Methodology 
In this research, a hybrid framework using the proper 
orthogonal decomposition method and the Long-Short 
Term Memory (LSTM) network is presented. First, we 
used the proper orthogonal decomposition to calculate 
the modes and modal coefficients of the snapshots, and 
then the model order reduction has been performed 
according to the number of selected modes. According 
to each mode, there is a vector of temporal coefficients 
that moves on this vector using the sliding window 
method to generate the input-output data required for 
training the long short-term memory network. The end 
part of each vector is considered as test data that was 
not in the training data set. Fig. 1 shows the scheme 
implemented for generating the training dataset. In this 
figure at first, the POD is used for reducing low-
dimension subspace, and then the LSTM network is 
used for predicting coefficients. In this research, the 
Mean Absolute Scaled Error (MASE) metric was used 
to determine the difference between the predicted values 
and expected values [5]. This error is calculated using 
Eq. (1). As can be seen, in the numerator of this 
relationship, the quantity e, which is the prediction error 

and is obtained from the difference of the predicted 
value from the original. 

(1) 
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 
Fig. 1. Training strategy of LSTM networks with the 

input-output framework. 

Fig. 2 shows the MASE metric for LSTM prediction for 
all samples using 10 and 15 modes. The results show 
that the error is generally low, and as can be seen in this 
figure by increasing the number of modes, the initial 
error has also decreased. In this figure, the vertical axis 
indicates the amount of error and the horizontal axis 
indicates the execution periods of the long-short term 
memory network. 

 
(a) 

 
(b) 

Fig. 2. MASE for the LSTM prediction on all samples by 
using (a) 10 modes and (b) 15 modes 

3. Results and Discussion  
In order to implement the reduced-order model, Python 
version 7.3 has been used in the PyCharm environment 
on a computer with 4 GB memory and a 2 GHz tri-core 
processor. The data set used in this research includes 90 
snapshots on a 150×300 grid and in a domain with a 

1. Introduction 

In general, reduced-order modeling is a method that 
replaces the original model of the system with a model, 
which has a low dimension. So that it can retain some 
features of the system as well [1]. In the desired model, 
the reduced-order model should have dimensions that 
are close to the minimum number of parameters 
necessary to explain the behavior of the system. Many 
existing reduced-order modeling algorithms have been 
developed for linear systems. All these approaches are 
projection methods that convert the high-dimensional 
space of the original model into a low-dimensional 
subspace [2]. There are different model order reduction 
schemes in linear and nonlinear systems. In nonlinear 
systems, model order reduction is a more difficult 
problem. Therefore, it is the research topic in many 
studies today. Some of these studies include inertial 
manifold approximation, center manifold theory, 
Nonlinear Normal Modes (NNMs), and Proper 
Orthogonal Decomposition (POD) [3]. The proper 
orthogonal decomposition is an efficient method for 
extracting reduced basis functions for many physical 
systems [4]. Nowadays, the combination of machine 
learning and deep learning methods with traditional 
methods is used to create a reduced-order model with 
higher accuracy and a wide range of validity. The main 
goal of this research is to develop a reduced-order 
model as a surrogate model for predicting the 
geophysical (oceanic) data based on a hybrid 
framework. 

2. Methodology 
In this research, a hybrid framework using the proper 
orthogonal decomposition method and the Long-Short 
Term Memory (LSTM) network is presented. First, we 
used the proper orthogonal decomposition to calculate 
the modes and modal coefficients of the snapshots, and 
then the model order reduction has been performed 
according to the number of selected modes. According 
to each mode, there is a vector of temporal coefficients 
that moves on this vector using the sliding window 
method to generate the input-output data required for 
training the long short-term memory network. The end 
part of each vector is considered as test data that was 
not in the training data set. Fig. 1 shows the scheme 
implemented for generating the training dataset. In this 
figure at first, the POD is used for reducing low-
dimension subspace, and then the LSTM network is 
used for predicting coefficients. In this research, the 
Mean Absolute Scaled Error (MASE) metric was used 
to determine the difference between the predicted values 
and expected values [5]. This error is calculated using 
Eq. (1). As can be seen, in the numerator of this 
relationship, the quantity e, which is the prediction error 

and is obtained from the difference of the predicted 
value from the original. 

(1) 
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 
Fig. 1. Training strategy of LSTM networks with the 

input-output framework. 

Fig. 2 shows the MASE metric for LSTM prediction for 
all samples using 10 and 15 modes. The results show 
that the error is generally low, and as can be seen in this 
figure by increasing the number of modes, the initial 
error has also decreased. In this figure, the vertical axis 
indicates the amount of error and the horizontal axis 
indicates the execution periods of the long-short term 
memory network. 

 
(a) 

 
(b) 

Fig. 2. MASE for the LSTM prediction on all samples by 
using (a) 10 modes and (b) 15 modes 

3. Results and Discussion  
In order to implement the reduced-order model, Python 
version 7.3 has been used in the PyCharm environment 
on a computer with 4 GB memory and a 2 GHz tri-core 
processor. The data set used in this research includes 90 
snapshots on a 150×300 grid and in a domain with a 



M. Golzar et al., Amirkabir J. Mech. Eng., 54(11) (2023) 521-524, DOI: 10.22060/mej.2023.20278.7205 

523

 

 

dimension of 1×2, where the y-coordinate increases 
towards the north and the x-coordinate increases 
towards the east. The flow field is the type of Near-
surface oceanic flow. All the numerical simulations in 
this research have been done for the dimensionless time 
of 3.78 and dimensioned time of 2.17 years. Also, the 
snapshots used in the dimensionless time period of 2.88 
to 3.78 have been created and used to create a proper 
orthogonal decomposition basis. Then, the temporal 
coefficients obtained from the decomposition of the 
snapshot have been used to train the long short-term 
memory network. For this purpose, 7 modes are 
extracted from the data, then the network is trained on 
each of the seven time-dependent modal coefficients. 
Table 1 shows the reconstruction error of the vorticity 
and stream-function field by the hybrid model using 7, 
10, and 15 modes. As can be seen in Table 1, the 
amount of error between the original and reconstructed 
data is small, and with the increase in the number of 
modes, this value decreases further. 

Table 1. Reconstruction error of the stream function and 
vorticity fields 

Quantity 7 modes 10 modes 15 modes 
Vorticity 1.022E-02 8.126E-03 5.9165E-03 

Stream function 1.515E-01 5.978E-02 2.0934E-02 

Fig. 3 demonstrates the reconstruction of the last 
snapshot of the stream function field using 7, 10, and 15 
modes. As shown in this figure, the results of the model 
using 7 modes have more errors and as the number of 
modes increases, the result becomes more accurate. A 
comparison was made between the time evolution of 
two more energetic modal coefficients of the vorticity 
field, which are shown in Fig. 4. 

   
(a) (b) (c) 

Fig. 3. Comparison of the last original data (black solid 
lines) and the last snapshot of stream function field 

reconstructed by the reduced order model (red dashed 
lines) (a) reconstruction using 7 modes, (b) using 10 

modes, and (c) using 15 modes 

4. Conclusions 
In this research, a reduced-order model based on the 
combination of proper orthogonal decomposition and 
deep learning algorithm specifically the long short-term 
memory network is presented. The prediction of the 
temporal coefficients confirms that the proposed model 

while having high and appropriate accuracy can 
significantly reduce the calculation time. In terms of 
time complexity, generating snapshots (even with small 
and medium numbers) using the traditional method 
requires significant time. For example, it takes about 6 
hours to produce 90 snapshots with a personal 
computing system. While using the method proposed in 
this research, it takes about 15 minutes with the same 
system, which shows a significant reduction in the 
calculation time. According to the estimates, the time 
required for the simulation based on computational fluid 
dynamics for the range considered as a test (model 
prediction) is 30,000 times more than the proposed 
method. 

  
(a) (b) 

Fig. 4. Time evolution of the two more energetic modal 
coefficients of the vorticity field, The original data(black 

lines), and the reduced order model using 30% of the data 
for training (red lines), (a) the first mode, (b) the second 

mode, (c) the third mode 
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each of the seven time-dependent modal coefficients. 
Table 1 shows the reconstruction error of the vorticity 
and stream-function field by the hybrid model using 7, 
10, and 15 modes. As can be seen in Table 1, the 
amount of error between the original and reconstructed 
data is small, and with the increase in the number of 
modes, this value decreases further. 

Table 1. Reconstruction error of the stream function and 
vorticity fields 

Quantity 7 modes 10 modes 15 modes 
Vorticity 1.022E-02 8.126E-03 5.9165E-03 

Stream function 1.515E-01 5.978E-02 2.0934E-02 

Fig. 3 demonstrates the reconstruction of the last 
snapshot of the stream function field using 7, 10, and 15 
modes. As shown in this figure, the results of the model 
using 7 modes have more errors and as the number of 
modes increases, the result becomes more accurate. A 
comparison was made between the time evolution of 
two more energetic modal coefficients of the vorticity 
field, which are shown in Fig. 4. 
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Fig. 3. Comparison of the last original data (black solid 
lines) and the last snapshot of stream function field 

reconstructed by the reduced order model (red dashed 
lines) (a) reconstruction using 7 modes, (b) using 10 

modes, and (c) using 15 modes 

4. Conclusions 
In this research, a reduced-order model based on the 
combination of proper orthogonal decomposition and 
deep learning algorithm specifically the long short-term 
memory network is presented. The prediction of the 
temporal coefficients confirms that the proposed model 

while having high and appropriate accuracy can 
significantly reduce the calculation time. In terms of 
time complexity, generating snapshots (even with small 
and medium numbers) using the traditional method 
requires significant time. For example, it takes about 6 
hours to produce 90 snapshots with a personal 
computing system. While using the method proposed in 
this research, it takes about 15 minutes with the same 
system, which shows a significant reduction in the 
calculation time. According to the estimates, the time 
required for the simulation based on computational fluid 
dynamics for the range considered as a test (model 
prediction) is 30,000 times more than the proposed 
method. 

  
(a) (b) 

Fig. 4. Time evolution of the two more energetic modal 
coefficients of the vorticity field, The original data(black 

lines), and the reduced order model using 30% of the data 
for training (red lines), (a) the first mode, (b) the second 

mode, (c) the third mode 
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have more errors and as the number of modes increases, 
the result becomes more accurate. A comparison was made 
between the time evolution of two more energetic modal 
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4- Conclusions
In this research, a reduced-order model based on the 

combination of proper orthogonal decomposition and deep 
learning algorithm specifically the long short-term memory 
network is presented. The prediction of the temporal 
coefficients confirms that the proposed model while having 
high and appropriate accuracy can significantly reduce the 
calculation time. In terms of time complexity, generating 
snapshots (even with small and medium numbers) using the 
traditional method requires significant time. For example, it 
takes about 6 hours to produce 90 snapshots with a personal 
computing system. While using the method proposed in this 
research, it takes about 15 minutes with the same system, 
which shows a significant reduction in the calculation 
time. According to the estimates, the time required for the 
simulation based on computational fluid dynamics for the 
range considered as a test (model prediction) is 30,000 times 
more than the proposed method.
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توسعة مدل رتبه‌کاسته جریان ژئوستروفیک با استفاده از ترکیب روش تجزیه متعامد بهینه و 
شبکه حافظه کوتاه‌مدت ماندگار

مینا گلزار1، محمدکاظم مؤیدی*2، فرانک فتوحی قزوینی1

1 دانشکده مهندسی کامپیوتر و فناوری اطلاعات، دانشگاه قـم، قم، ایران
2 آزمایشگاه پژوهشی توربولانس دینامیک سیالات محاسباتی و احتراق، دانشکده مهندسی مکانیک، دانشگاه قـم، قم، ایران 

از  از رو‌‌‌‌ش‌هایی که برای بررسی پدیده‌ها و رفتار سیستم‌ها به کار می‌رود، مدل‌سازی ریاضی می‌باشد. بسیاری  خلاصه: یکی 
پدیده‌های فیزیکی در زمينه‌هاي مختلف علوم طبیعی و رشته‌های مهندسی با مجموعه‌ای از معادلات دیفرانسیل توصیف می‌شوند 
که به عنوان مدل ریاضی سیستم فیزیکی ارجاع داده می‌شوند. در بسیاری از کاربردهای دنیای واقعی، مدل‌های ریاضی بسیار پیچیده 
هستند و شبیه‌سازی عددی در سیستم‌هایی با ابعاد بالا چالش برانگیز است. مسائل فیزیکی بزرگ‌مقیاس با تغییرات مکانی-زمانی 
زیاد مثل جریان‌های ژئوفیزیکی و اتمسفری نمونه‌اي از اين مسائل مي‌باشند. بنابراین توسعه الگوریتم‌های مؤثر و قوی که هدفشان 
دستیابی به حداکثر کیفیت قابل دستیابی از شبیه‌سازی‌های عددی با هزینه محاسباتی بهینه است، یک موضوع تحقیقاتی مي‌باشد. 
از این رو ضرورت استفاده از روش‌هایی برای کاهش ابعاد حس می‌شود. روش‌های مختلفی برای کاهش بعد وجود دارد که در این 
پژوهش از ترکیب روش تجزیه متعامد بهینه و شبکه حافظه کوتاه‌مدت ماندگار استفاده شده‌است. در این پژوهش از شبکه حافظه 
کوتاه‌مدت ماندگار به منظور یادگیری تحول زمانی و از روش تجزیه متعامد بهینه برای محاسبه مودها و ایجاد مدل رتبه‌کاسته استفاده 
شده‌است. درنهایت با مقایسه نمودارهای مربوط به ضرایب اصلی و ضرایب پیش‌بینی شده با استفاده از مدل رتبه‌کاسته، دقت بالای 
این روش نشان داده شده‌است. یکی از مواردی که در بررسی الگوریتم‌ها موردتوجه می‌باشد، پیچیدگی زمانی اجرای الگوریتم می‌باشد. 
مرتبه زمانی روش پیشنهادی در شرایطی که از 15 مود جهت مدل‌سازی استفاده‌شده نسبت به زمانی‌که تمام ویژگی‌ها به کار برده‌شود، 
10 مرتبه سریع‌تر می‌باشد. از طرفی تولید 90 درصد داده‌ها به روش دینامیک سیالات محاسباتی زمانی در حدود 325 دقیقه نیاز دارد. 
این در حالی‌است که آموزش شبکه برای پیش‌بینی رفتار سيستم به کمک روش پیشنهادی به 135دقیقه زمان نیاز دارد که اختلاف 

زمان محاسباتی قابل توجهی می‌باشد.
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مقدمه-1 
به طور کلی، مسئله کاهش مرتبه، جایگزین‌کردن مدل ریاضی حاکم بر 
مسئله با مدلی کوچکتر نسبت به نسخه اصلی می‌باشد؛ به‌طوری‌که همچنان 
الگوی  مطلوب،  مدل  در   .]1[ شود  حفظ  سیستم  از  خاصی  ویژگی‌های 
لازم  پارامترهای  تعداد  حداقل  به  که  باشد  داشته  ابعادی  باید  کاهش‌یافته 
برای توضیح رفتار سیستم نزدیک باشد. مدل‌سازی رتبه‌کاسته در زمینه‌های 
مختلف برای شبیه‌سازی، طبقه‌بندی، تصویرسازی و فشرده‌سازی داده‌هایی 
با ابعاد بالا استفاده شده‌است. تکنیک‌های کاهش مرتبه در زمینه‌هایی که نیاز 
به تلاش محاسباتی بالایی می‌باشد مانند بهینه‌سازی طراحی یک سیستم در 
مقیاس بزرگ، شبیه‌سازی‌هایی با دقت بالا در مورد جریان‌های پیچیده سیال 

ابعاد  بزرگ، ارزشمند هستند  و طراحی و کنترل سیستم‌های دینامیکی در 
برای  موجود  مرتبه  کاهش  مدل‌سازی  الگوریتم‌های  از  بسیاری   .]3 و   2[
نگاشت  روش‌های  رویکردها،  این  همه  یافته‌اند.  توسعه  سیستم‌های خطی 
هستند که فضای حالت با ابعاد بالای مدل اصلی را به یک زیرفضایی با ابعاد 
کم تبدیل می‌کنند ]4[. کاهش مرتبه مدل در سیستم‌های خطی و غیرخطی 
سیستم‌های  در  مدل  مرتبه  کاهش  می‌آید.  بدست  متفاوتی  روش‌های  با 
غیرخطی مسئله سخت‌تری بوده و در حال حاضر موضوع بسیاری از تحقیقات 
می‌باشد. برخی از این تحقیقات تکنیک‌هایی شامل تقریب منیفولد درونی1، 
بهینه  متعامد  تجزیه  و  غیرخطی3  نرمال  مودهای  مرکزی2،  منیفولد  نظریه 
متعامد  تجزیه  روش  غیرخطی  برای سیستم‌های   .]5[ آورده‌اند  به دست  را 

1    Inertial manifold approximation
2     Center manifold theory
3 Nonlinear Normal Modes (NNM)
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بهینه محبوب‌ترین روش برای کاهش بعد به شمار می‌رود]6[. روش تجزیه 
کاربردهای  و  تحقیقاتی  زمینه‌های  در  موفقیت  با  آن  انواع  و  بهينه  متعامد 
متفاوتي اعمال شده‌است به عنوان مثال توسعه مدل‌های رتبه‌کاسته ]7-12[، 
اعتبارسنجی سنسورها ]13 و 14[، تحلیل مدل ]15 و 16[، تشخیص الگو 
بهینه‌سازی   ،]20[ هوا  آلودگی  و 19[،   18[ مکانیک سيالات  ]17[، مسائل 
هندسی ]21[، طراحی و بهینه‌سازی سيستم‌های هوافضایی ]22[ و معادلات 
تجزیه  روش  می‌باشد.  کاربردها  این  از  نمونه‌هایی   ]23-26[ کم‌عمق  آب 
متعامد بهينه یک روش کارآمد برای استخراج توابع پایه کاهش‌یافته برای 
سیستم‌های فیزیکی است ]27[. امروزه از تريكب روش‌هاي يادگيري ماشين 
و يادگيري عميق با روش‌هاي سنتي به منظور ايجاد مدل رتبهك‌استه استفاده 
مي‌شود. هدف اصلی در این پژوهش، توسعه یک مدل رتبه‌کاسته به عنوان 
با  )اقیانوسی(  ژئوفیزیکی  داده‌های  پیش‌بینی  برای  جایگزین  الگوی  یک 
کوتاه‌مدت  حافظه  شبکه  و  بهینه  متعامد  تجزیه  روش  ترکیب  از  استفاده 

ماندگار می‌باشد.

روش تجزیه متعامد بهینه-2 
nدعبي دماعتم  روش يزجتـه ماعتمـد نيهبـه1 يـك دسـاگته اصتخمت
nدعب‌ي درگيي  ااجيد می‌کند هك تبسن هب همه دستگاهاهي اصتخمت دماعتم 
هك رباي فيصوت كي دهتس يامنـه از ديماين رفموض می‌توانند ومرداستفاده 
رقاردنريگ، يرقتـب بهتری را ارائه می‌‌کند.کارهونن-لوو این روش را در ابتدا 
به عنوان روشی جهت تحلیل داده‌های آماری مطرح کرد ]28[. روش تجزیه 
متعامد بهینه توسط افراد مختلفی در طول سالیان توسعه یافته‌‌است. کوزامبی 
]33[ هر یک  اوباخف  و   ]32[ پوگاچف   ،]31[ کارهونن   ،]30[ لووی   ،]29[
ایده اصلی در روش  را محاسبه کردند.  بهینه  توابع متعامد  به طور جداگانه 
تجزیه متعامد بهینه، یافتن پایه‌های یکا-متعامد2 می‌باشد. هر بردار در فضای 
این رو فرض می‌شود  از  پایه نگاشت شود و  این توابع  بایستی روی  نمونه 
که این توابع متعلق به یک فضای برداری مثل فضای هیلبرت باشند ]34[. 
توابع پایه حاصل در شرایطی مشابه با توابع فوریه بوده که علاوه بر تعامد 
دارای تقارن نیز می‌باشند ]35[.در نهایت میتوان هر بردار در فضای نمونه 
را به صورت ترکیب خطی از این پایه ها بیان کرد. روش‌های مختلفی برای 
محاسبه این پایه‌ها وجود دارد، با توجه به غیرمربعی بودن ماتریس نمایه‌ها؛ 
در این پژوهش از روش تجزیه مقادیر تکین استفاده شده‌است. با فرض اينكه 

1 Proper Orthogonal Decomposition (POD)
2 Orthonormal

مجموعه  1
n
ij = در نظر گرفته‌شود، اگر   n X یک بردار دلخواه در فضای

X را  پایه‌های یکا- متعامد برای این فضا باشند، در این صورت می‌توان بردار
به صورت ترکیب خطی از این پایه‌ها به صورت رابطه )1( نوشت ]36 و 37[.
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شبکه حافظه کوتاه‌مدت ماندگار-3 
به  غيرخطي  دينامكيي  سيستم  عنوان  به  مي‌توان  كه  مواردي  از  كيي 
آن اشاره كرد، مسائل مربوط به مكانكي سيالات و ژئوفيزكي مي‌باشد. در 
طول سه دهه گذشته از روش‌هاي يادگيري ماشين مانند شبکه‌های عصبی 
برای مدل‌سازی چنين سيستم‌هايي استفاده شده‌است. در ابتدا شبکه عصبی 
برای یادگیری راه حل‌‌های معادلات دیفرانسیل معمولی و با مشتقات جزئی 
مورد استفاده قرار گرفت. اما بعدها مشخص شد که می‌توان از این شبكه‌ها 
برای کشف متغیرهای نهفته و کاهش تعداد پارامترهای مطالعاتی که اغلب با 
معادلات دیفرانسیل جزئی در ارتباط هستند، استفاده نمود. شبکه‌هاي عصبی 
بازگشتی با ظهور شبكه‌هاي حافظه کوتاه‌مدت ماندگار3 دگرگون شده و یکی 
از موفقیت‌های مهم در هوش مصنوعی محسوب می‌شوند. این روش در حال 
حاضر برای مدل‌‌سازی سیستم‌های دینامیکی و توسعة مدل‌های داده‌محور 
کوتاه‌مدت  حافظه  عصبی  شبکه‌های   .]38[ می‌گیرد  قرار  استفاده  مورد 
داده  توسعه  بازگشتی  رفع مشکل شبکه‌های عصبی  و  توسعه  ماندگار برای 
شده‌است. شبکه‌های عصبی بازگشتی با مشکل وابستگی طولانی‌مدت در اثر 
ناپدیدشدن گرادیان مواجه بودند. این شبکه‌ها برای حل مشکل شبکه‌های 
البته  بازگشتی  شبکه‌های  شبیه  ساختاری  و  آمدند  بوجود  بازگشتی  عصبی 
داده  نشان   1 شکل  در  شبکه‌ها  این  درونی  ساختار  دارند.  تفاوت  کمی  با 
شبکه‌های  همچون  نیز  ماندگار  کوتاه‌مدت  حافظه  شبکه‌های  شده‌است. 
بازگشتی ساختار دنباله‌ای یا زنجیره‌مانندی دارند ولی به جای داشتن تنها یک 
لایه شبکه عصبی، ۴ لایه دارند. عنصر اصلی شبکه‌های حافظه کوتاه‌مدت 
ماندگار سلول حالت4 است که در حقیقت یک خط افقی است که در بالای 
دارد  را  توانایی  این  ماندگار  کوتاه‌مدت  حافظه  شبکه‌های  دارد.  قرار  شکل 
که اطلاعات جدیدی را به سلول حالت اضافه یا اطلاعات آن را حذف کند. 

3 Long-Short Term Memory (LSTM) 
4 Cell State
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این کار توسط ساختارهای دقیقی به نام دروازه‌ها1 انجام می‌شود. دروازه‌ها 
راهی برای ورود اختیاری اطلاعات هستند. آن‌ها از یک لایه شبکه عصبیِ 
سیگموید2 به همراه یک عملگر ضرب نقطه به نقطه تشکیل شده‌اند. قدم 
اول در شبکه‌های حافظه کوتاه‌مدت ماندگار تصمیم در مورد اطلاعاتی است 
که بایستی از سلول حالت پاک شود. این تصمیم توسط یک لایه سیگموید 

به نام دروازه فراموشی3 انجام می‌شود.
، برای هر عدد، مقدار صفر یا  tx و  1th - این دروازه با توجه به مقادیر 
xبه خروجی می‌برد. مقدار یک یعنی به صورت کامل  یک را در سلول حالتِ 
tC منتقل شود و مقدار صفر یعنی  ( به 1tC - مقدار حال حاضرِ سلول حالت )
این  به  پاک شود.   ) 1tC - ( کنونی  حالت  اطلاعات سلول  کامل  به صورت 

ترتیب معادله محاسبه گیت فراموشی به صورت رابطه )2( می‌باشد:

)2(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

قدم بعدی این است که تصمیم گرفته‌شود چه اطلاعات جدیدی باید در 

1 Gates
2 Sigmoid
3 Forget Gate

سلول حالت ذخیره شود. این تصمیم دو بخش دارد: ابتدا یک لایه سیگموید 
به‌روز  مقادیری  چه  می‌‌گیرد  تصمیم  که  دارد  وجود  ورودی4  دروازه  نام  به 
خواهند شد. مرحله بعدی یک لایه تانژانت هایپربولیک است که برداری از 
tC می‌سازد که می‌توان آن‌ها را به سلول حالت اضافه کرد. در  مقادیر به نام 
مرحله بعد، این دو مرحله با هم ترکیب شده تا مقدار سلول حالت به‌روز شود. 

معادلات )3( و )4( برای به روزرسانی سلول حالت مورد نیاز است.

)3(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
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)4(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

1tC با سلول حالت جدید یعنی  - در ادامه باید سلول حالت قدیمی یعنی 
به‌روزرسانی شود. برای این منظور از رابطه )5( استفاده می‌شود: tC

)5(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

در نهایت باید مشخص گردد چه اطلاعاتی به خروجی ارسال شود. این 
خروجی با در نظر گرفتن مقدار سلول حالت خواهد بود، ولی از فیلتر مشخصی 
عبور خواهد کرد. در ابتدا، یک لایه سیگموید وجود دارد که تصمیم می‌گیرد 
چه بخشی از سلول حالت قرار است به خروجی برده شود. سپس مقدار سلول 
حالت )پس از به‌روز شدن در مراحل قبلی( به یک لایه تانژانت هایپربولیک 
آن در خروجی لایه  و مقدار  داده می‌شود  باشند(  بین ۱- و ۱+  مقادیر  )تا 

سیگموید قبلی ضرب می‌شود ]39 و 40[.

)6(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
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)7(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

4 Input Gate

 
 [ 39]مدت ماندگار های حافظه کوتاه ساختار درونی شبکه :1شکل 

Fig. 1. LSTM internal structure [39] 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. ساختار درونی شبکه‌های حافظه کوتاه‌مدت ماندگار ]39[

Fig. 1. LSTM internal structure [39]
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معادله حاکم بر مسئله برای تولید نمایه‌ها-4 
كيي از زمینه‌های مطالعاتی در حوزه ژئوفيزكي، مبحث اقيانوس‌شناسي 
برای  مدل  توسعه  برای  فراوانی  تلاش‌های  گذشته  دهه  چند  در  مي‌باشد. 
دینامیک اقیانوس انجام گرفته‌است. با این حال مدل‌کردن دینامیک اقیانوس 
به دلیل طیف گسترده‌ای از مقیاس‌های مکانی-زمانی و گذارهای تصادفی 
پراکنده بین مقدار ورتیسیتی و ساختارهای گردابه‌‌ای از نظر محاسباتی چالش 
و  اقیانوسی  جریان‌های  عددی  شبیه‌‌سازی‌های  حال  این  با  است.  برانگیز 
اتمسفری، هنوز هم نیاز به تقریب و ساده‌سازی مدل کامل دارد تا بخشی 
حل  اقیانوسی  مدل  کامل  مکانی–زمانی شکل  مقیاس‌های  وسیع  طیف  از 
توسعه مدل‌های ساده‌شده در طول  پیشرفت‌های چشمگیر در  اگرچه  شود. 
محاسباتی  چالش  شود،  تولید  دقیق‌تری  نتایج  باعث‌شده  گذشته  دهه  چند 
وجود  اقلیم  مدل‌‌سازی  مثل  طولانی‌مدت  بازه  در  پیاده‌سازی  در  اضافی 
كه  بوده  تک‌لایه  شبه‌ژئوستروفیک  جریان  مدل  الگو‌ها،  اين  از  كيي  دارد. 
گرفته  درنظر  جریان  بودن  باراتروپكي  فرض  و  ورتیسیتی  انتقال  معادله  با 
ناویر استوکس دوبعدی  با معادله  مي‌شود. این مدل ریاضی شباهت زیادی 
داشته و سال‌‌های زیادی برای توصیف جنبه‌های مختلف بزرگ‌ترین مقیاس 
یادگیری ماشین  استفاده شده‌است ]41[.  ژئوفیزیکی آشفته  دینامیک سیال 
داده‌های  برای  زیرا می‌تواند  دارد  دیگر  به روش‌های سنتی  نسبت  مزایایی 
ابعاد بالا با روابط پیچیده و مقادیر از دست‌رفته مدل بسازد.  غیرخطی و با 
یادگیری ماشین دارای الگوریتم‌ها، تکنیک‌ها و متدولوژی‌های متعددی است 
از  با استفاده  که می‌تواند برای ساخت مدل برای حل مسائل دنیای واقعی 
مطالعات  و  جریان‌های جوی   .]42[ استفاده شود  اقیانوس‌شناسی  داده‌های 
مقیاس  از  بزرگ‌تر  بسیار  افقی  طول  مقیاس‌های  در  اغلب  اقیانوس‌شناسی 
طول عمودی، اتفاق می‌افتند. بنابراین، آن‌ها را می‌توان با استفاده از معادلات 
تک‌لایه  ژئوستروفیک  شبه  معادله  عبارتی  به  کرد.  توصیف  کم‌عمق  آب 
دوبعدی تقریبی از معادله آب کم‌عمق بوده که امواج اینرسی-گرانشی را با 
فرضیاتی مثل کوچک‌بودن عدد راسبی، کوچک‌بودن تغییرات در عمق سیال 
در مقایسه با عمق کل آن و کوچک‌بودن تغییرات در پارامتر کریولیس فیلتر 
می‌کند ]43[. در این پژوهش جهت تولید داده‌های موجود در ماتریس نمایه‌ها 
از حل عددی معادله انتقال ورتیستی باروتروپیک1، که به عنوان مدل شبه 
ژئوستروفیک2 تک‌لایه نیز شناخته‌شده، استفاده شده‌است ]44[. روشن است 
برای حل عددی معادله لازم است شرایط مرزی و اولیه مناسب اعمال شود 
تا جواب خاص مربوط به مسئله مورد بررسی بدست آید. در پژوهش حاضر 

1 Barotropic Vorticity Equation (BVE)
2 Quasigeostrophic

از شرایط مرزی دیریشله )همگن( برای تابع جریان و ورتیسیتی مطابق رابطه 
)8( استفاده شده‌ و بدین معنی است که سرعت روی مرزهای میدان از شرط 

معرف مرز‌های میدان است:  G مرزی لغزش بدست می‌آید. در این رابطه،

)8(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
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شرایط اولیه با مقدار صفر)حالت سکون( نیز برای این دو کمیت در نظر 
گرفته شده‌است:

)9(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
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معادله به کار رفته برای شبیه‌سازی عددی مطالعه حاضر بر این اساس 
و  که جهت  معنی  بدین  باشد  باروتروپیک  تقریباً  جو  رفتار  که  می‌رود  بکار 
سرعت باد ژئوستروفیک مستقل از ارتفاع و چگالی صرفاً تابعی از تغییرات 
باد ژئوستروفیک  از  فشار است. به عبارت دیگر، هیچ برشی عمودی ناشی 
وجود ندارد. مبتنی بر این فرض، از تغییرات مؤلفه سرعت در راستای محور 
سیالی  برای  باروتروپیک  ورتیستی  انتقال  معادله  و  شده  صرفنظر  عرضی 
ناشی  ورتیسیتی  انتقال  ترم  ورتیسیتی،  زمانی  تغییرات  ثابت شامل  با عمق 
انتقال  کریولیس،  شتاب  از  ناشی  ترم  سرعت،  میدان  از  متأثر  جابجایی  از 
ورتیسیتی ناشی از فرآیند نفوذ و اثرات نیروهای ناشی از رانش باد متناسب 
ریاضی  مدل‌های  از  یکی  معادله  این  آمد.  خواهد  بدست  زمین  چرخش  با 
را  استفاده  بیشترین  مقیاس‌بزرگ  اقیانوسی  گردش  مسائل  برای  که  است 
داشته‌است ]42[. معادله حاکم بر جریان باروتروپیک تراکم‌ناپذیر دوبعدی به 

صورت رابطه )10( در نظر گرفته می‌شود ]45[:

)10(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

زیر  صورت  به  که  می‌باشد  سینماتیکی3  ورتیسیتی   q فوق،  رابطه  در 
تعریف می‌شود:

3 Kinematic Vorticity 
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)11(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

Ro عدد راسبی می‌باشد که دوران  w مقدار ورتیسیتی و  در رابطه بالا، 
در سیستم توسط این عدد تعیین می‌شود و با توجه به رابطه )12( محاسبه 
می‌شود. عدد راسبی متناسب با اینرسی و نیروی کوریولیس می‌باشد. کوچک 
بودن این عدد نشان دهنده تأثیر زیاد سیستم از نیروی کوریولیس و مقادیر 
بزرگ آن، نیز نشان‌دهنده اثرات بیشتر نیروهای اینرسی در سیستم می‌باشد. 
در مورد جریان اقیانوسی که با سرعت چند سانتی‌متر در ثانیه در مسافتی مثلًا 

هزار کیلومتری حرکت می‌کند، عدد راسبی بسیار کوچک است.

)12(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

به شتاب  پارامتر مربوط   ،b V سرعت مرجع، کمیت  معادله فوق، در 
رابطه  در  غیرخطی  انتقال  عبارت  مقیاس طولی می‌باشد.   L و  کوریولیس 

)10( ژاکوبین نام داشته و به صورت رابطه )13( تعریف می‌شود:

)13(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 

�

yتابع جریان می‌باشد. برای مدل مورد بحث که فرض  در معادلة فوق، 
می‌شود میدان جریان بدون واگرایی1 است، می‌توان از رابطه سینماتیکی بین 

ورتیسیتی و تابع جریان استفاده کرد:

)14(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

 4صفحه  - 1معادله  1
1

n

i i
i

X a 

 5صفحه  - 2معادله  2
1( .[ , ] )t f t t ff W h x b 

 5صفحه  - 3معادله  3
1( .[ , ] )t i t t ii W h x b 

 5صفحه  - 4معادله  4
1tanh( .[ , ] )t c t t cC W h x b 

 5صفحه  - 5معادله  5
1t t t t tC fC iC 

 6صفحه  - 6معادله  6
1( [ , ] )t o t t oo W h x b 

)tanh 6صفحه  - 7معادله  7 )t t th o C 

0 6صفحه  - 8معادله  8 0   

) 7صفحه  - 9معادله  9 ,0) ( ,0) 0x x 

q 7صفحه  - 10معادله  10
J D F

t
 

q 7صفحه  - 11معادله  11 Ro y 

 7صفحه  - 12معادله  12
2

V
Ro

L
 

q 7صفحه  - 13معادله  13 q
J

x y y x
 

2 7صفحه  - 14معادله  14
 �

تابع جریان با مولفه‌های بردار سرعت رابطه زیر را دارد:

)15(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 

�

1 Divergence free

 عبارت نفوذ در معادله حاکم بر اساس رابطه زیر محاسبه می‌شود:

)16(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 

�

F، در سمت راست معادله )10(، نیروی ناشی از اثرات  همچنین ترم 
رانش باد متناسب با چرخش زمین بوده و به صورت زیر بدست می‌آید:

)17(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n
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روش حل عددی-4 -1 
مکاني  و  زماني  بخش  دو  به  آن‌را  ورتیسیتی،  انتقال  معادلة  حل  براي 
گسسته‌‌سازی کرده و در نهايت با يک پيمايش زماني معادله حل مي‌‌شود. 
برای معادلة تابع جریان از روش‌های متداول جهت حل معادلات بیضوی، که 
یک فرم تعادلی از معادلات دیفرانسیلی با مشتقات پاره‌ای هستند، استفاده 
شده‌است. یکی از معروف‌ترین این روش‌ها، الگوی فوق تخفیف پی در پی2 

به صورت صریح یا ضمنی می‌باشد.

گسسته‌سازی مکانی-4 -1 -1 
براي گسسته‌سازی مکاني معادلة انتقال ورتيسيتي، ترم‌های موجود غير 
مدل  دوم  مرتبه  گسسته‌سازی  روش  از  استفاده  با  زمان،  به  وابسته  ترم  از 
مي‌‌شوند. برای نقاط موجود در داخل ميدان از روش تفاضل مرکزي به‌صورت 

رابطه )18( استفاده شده‌است:

)18(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 

�

ميدان،  مرزهای  در  واقع  نقاط  برای  اول  مرتبه  مشتق  محاسبه  براي 
فرمول‌بندی تفاضل پيشرو و پسرو مرتبه دوم به ‌صورت زیر به کار می‌رود 

:]43[

2 Successive Over Relaxation
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)19(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n
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گسسته‌سازی زمانی-4 -1 -2 
براي گسسته‌‌سازی زماني معادلات انتقال از روش صريح رانگ-کوتاي 
مرتبة چهارم استفاده شده‌‌است. اين روش برای انتگرال‌گيری زماني معادلات 
به‌صورت  معادلة حاکم  است.  دقيق  و  مناسب  ناپايا روشی  بر مسائل  حاکم 

رابطه زیر در نظر گرفته ‌می‌شود:

)20(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n
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با  که  بوده  مکانی  مشتق  عبارت  به  مربوط  فوق  معادلة  راست  سمت 

استفاده از روش تشريح شده در بخش قبل محاسبه مي‌شوند. عبارت وابسته 
به زمان با استفاده از این الگوريتم انتگرال‌گیری شده و مقدار متغير مجهول 

در گام زماني بعدی بدست می‌آید.

مدل رتبه‌کاسته مبتنی بر روش تجزیه متعامد بهینه و شبکه -5 
حافظه کوتاه‌مدت ماندگار

تجزیه  روش  از  بهره‌گیری  با  ترکیبی  چارچوب  یک  پژوهش  این  در 
روی  ابتدا  ارائه شده‌است.  ماندگار  کوتاه‌مدت  حافظه  و شبکه  بهینه  متعامد 
نمایه‌های موجود روش تجزیه متعامد بهینه اعمال شده و با توجه به تعداد 
مود،  هر  با  متناسب  می‌شود.  ایجاد  مدل  مرتبه  کاهش  انتخاب‌شده،  مود 
لغزان  پنجره  روش  از  استفاده  با  که  دارد  وجود  زمانی  ضرایب  از  برداری 
آموزش  برای  لازم  ورودی-خروجی  داده  و  کرده  حرکت  بردار  این  روی 
انتهایی هر بردار، به  شبکه حافظه کوتاه‌مدت ماندگار تولید می‌شود. بخش 
عنوان دادة تست در نظر گرفته‌شده که در مجموعه داده‌های آموزشی وجود 
نداشته‌است. روش پیاده‌سازی شده برای تولید داده‌های آموزش به شکل 2 
می‌باشد. شکل 3 فلوچارت روش ارائه‌شده در این پژوهش را نشان می‌دهد. 

 
 خروجی  -مدت ماندگار با چارچوب ورودیهای حافظه کوتاه روند آموزش شبکه :2  شکل

Fig. 2. Training procedure of LSTM networks with input-output framework 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 2. روند آموزش شبکه‌های حافظه کوتاه‌مدت ماندگار با چارچوب ورودی- خروجی

Fig. 2. Training procedure of LSTM networks with input-output framework
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همانطور که در این شکل نیز مشخص شده ابتدا با استفاده از روش تجزیه 
متعامد بهینه فرآیند کاهش بعد انجام شده و مودهای موردنیاز بدست می‌آیند، 
زمانی  تغییرات  پیش‌بینی  برای  ماندگار  کوتاه‌مدت  حافظه  شبکه  از  سپس 

ضرایب استفاده شده‌است.

نتایج-6 
محیط  در   3/7 ورژن  پایتون  از  رتبه‌کاسته  مدل  پیاده‌سازی  منظور  به 
سه‌هسته‌ای  پردازنده  و  گیگابایت   4 حافظه  با  رایانه‌ای  روی  بر  پای‌چارم1 
2 گیگاهرتز استفاده شده‌است. مجموعه داده مورد استفاده در این پژوهش 
شامل90 تصویر لحظه‌ای روی شبکه‌ای 300×150 و در محدوده‌ای به ابعاد 
سمت  xبه  مختصات  و  شمال  سمت  به   y مختصات  که  می‌باشد   1×2
به  نزدیک  جریان‌های  نوع  از  بررسی  مورد  جریان  می‌یابد.  افزایش  شرق 
بادها  اثرات  با  اقیانوس‌ها  در  به سطح  نزدیک  جریان‌‌های  می‌باشد.  سطح2 
با  جغرافیایی  عرض  در  اقیانوسی  بادمحور  جریان‌های  می‌شوند.  هدایت 
به  می‌‌شود.  بررسی  دوچرخشی4  و  تک‌چرخشی3  باد  نیروهای  از  استفاده 
منظور پیاده‌سازی در این پژوهش عدد راسبی معادل 0/0016 و عدد رینولدز 

1 PyCharm
2 Near-surface
3 Single gyre
4 Double gyre

200 لحاظ شده‌است. به دلیل پایین‌بودن مقدار سرعت، مقدار عدد رینولدز 
x( معادل  کوچک می‌باشد. لازم به ذکر است، L )بعد محدوده در جهت 
b )پارامتر مرتبط با شتاب کوریولیس( معادل  مقدار 2000 کیلومتر و ثابت 
11 درنظر گرفته ‌شده است. تمام شبیه‌سازی‌های  1 11 75 10/  m s- - -´

عددی در این پژوهش برای حداکثر زمان بدون بعد 3/78 و زمان با بعد 2/17 
سال انجام شده‌است. همچنین نمایه‌های بکار رفته در بازه زمانی بدون بعد 
2/88 تا زمان 3/78 ایجاد و به منظور ایجاد پایه‌های تجزیه متعامد بهینه، 
استفاده شده‌اند. سپس از ضرایب زمانی حاصل از تجزیه ماتریس نمایه‌ها، 
برای آموزش شبکه حافظه کوتاه‌مدت ماندگار استفاده شده‌است. بدین منظور، 
از هفت  از داده‌ها استخراج شده سپس شبکه روی هر یک  7 مود حاصل 
ضریب مودال وابسته به زمان آموزش داده شده‌است. روشن است در مدل 
رتبه‌کاسته با افزایش تعداد مودها، الگوی حاصل دقت بالاتری خواهد داشت. 
برای انتخاب تعداد مودها باید به این نکته توجه داشت که حداقل چه تعداد 
مود می‌تواند حداکثر مقدار انرژی موجود در میدان را تسخیر کند. درنهایت 
یک مدل برای مودها بدست می‌آید که به منظور پیش‌بینی ضرایب زمانی 
گرفته  کار  به  استفاده‌نشده،  آموزش  در  که  داده،  مجموعه  از  قسمتی  روی 
می‌شود. درجدول 1، خطای بازسازی دو کمیت ورتیستی و تابع جریان توسط 
مدل ترکیبی مبتنی بر الگوی یادگیری عمیق و روش تجزیه متعامد بهینه 
با استفاده از 7، 10 و 15 مود نشان داده شده‌است. همانطور که در جدول1 

 

 شده.بینی ضرایب با استفاده از روش ارائهمراحل آموزش و پیش :3  شکل
Fig. 3. Steps of the training and prediction of modal 
coefficients using the proposed method 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 3. مراحل آموزش و پیش‌بینی ضرایب با استفاده از روش ارائه‌شده.

Fig. 3. Steps of the training and prediction of modal coefficients using the proposed method
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جدول 1. میزان خطای حاصل از بازسازی میدان جریان برای کمیت‌های تابع جریان و ورتیستی

Table 1. Reconstruction error of the stream function and vorticity fields

 )مقاله فارسی( شدهآراییاصلاحات مدنظر نویسندگان پس از مطالعه کامل مقاله ویراستاری و صفحه جدول الف: 

شماره  مورد 
 صفحه 

شماره 
 درخواستیاصلاحات  پاراگراف/شکل/جدول 

 پاراگراف دوم 2584 1

 .  ها بیان کرد در نهایت میتوان هر بردار در فضای نمونه به صورت ترکیب خطی از این پایه
ها   به صورت ترکیب خطی از این پایهرا در نهایت میتوان هر بردار در فضای نمونه جمله اصلاح شده: 

 . بیان کرد
 بعد از مفعول "را"اضافه کردن 

 

 ستون اول -پاراگراف اول 2586 2

خاص تا جواب  دلازم است شرایط مرزی و اولیه مناسب اعمال شو برای حل عددی معادله روشن است
 .  مربوط به مسئله مورد بررسی بدست آید

لازم است شرایط مرزی و اولیه مناسب اعمال   برای حل عددی معادله روشن استجمله اصلاح شده:  
 .مربوط به مسئله مورد بررسی بدست آیدخاص تا جواب  دشو

 حذف فاصله بین کلمه آخر و نقطه 

ستون  -پاراگراف اول 2586 3
 دوم

 .در این رابطه معرف مرزهای میدان است ، در این رابطه
 

 معرف مرزهای میدان است. ، رابطهجمله اصلاح شده: در این 
 "دراین رابطه"حذف تکرار عبارت 

ستون -پاراگراف سوم 2588 4
 دوم

شده در  بوده که با استفاده از روش تشریح مکانیمربوط به عبارات مشتق  فوقسمت راست معادلة 
 شوند.بخش قبل محاسبه می

بوده که با استفاده از روش  مکانیمربوط به عبارت مشتق  فوقسمت راست معادلة جمله اصلاح شده: 
 شوند. شده در بخش قبل محاسبه میتشریح 

 تغییر کلمه عبارات به عبارت

 1جدول  2590 5

 از مقادیر زیر استفاده شود. مقادیر به هم ریخته است.
 مود  15 مود 10 مود  7 کمیت

 3- 10  ×5/91657 3- 10  ×8/12600  2-10 ×1/02228 سیتی ورتی
  2- 10 ×2/09345 2- 10 ×5/97818 1- 10 ×5154/ 1 جریانتابع 

 ستون اول -پاراگراف اول 2591 6

با   و بوده اندکمشدهبازسازیو  اصلیداده  بین یخطا میزانشود، می دیده 1همانطور که در جدول
 . یابدمیکاهش این مقدار بیشتر تعداد مودها  افزایش

  شدهبازسازیو  اصلی داده  بین یخطا میزانشود، می دیده  1همانطور که در جدولجمله اصلاح شده: 
 .یابدمیکاهش این مقدار بیشتر تعداد مودها  افزایشبا  و بوده کم

 اند به بازسازی شده تغییر بازسازی شده
7    
8    
9    
10    
 

   
 ج                       ب                      الف                              

   
 ی                       ه                      د                             

، )ه( مود پنجم و )ی( مود مود چهارم (د ) ،مود سوم ( ج، )مود دوم (ب) مود اول، (الف)، تر ورتیسیتیی پر انرژیمودهاخطوط همتراز : 4شکل  
 ششم

Fig. 4. Contours of more energetic vorticity modes, (a) the first mode, (b) the second mode, (c) the third mode, (d) 
fourth mode, (e) fifth mode and (j) sixth mode 

 

 

 

 

 

 

 

 

 

 

 

شکل 4. خطوط همتراز مودهای پر انرژی‌تر ورتیسیتی، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم و )ی( مود ششم

Fig. 4. Contours of more energetic vorticity modes, (a) the first mode, (b) the second mode, (c) the third mode, (d) 
fourth mode, (e) fifth mode and (j) sixth mode
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جدول 2. انرژی نسبی هفت مود اول کمیت ورتیسیتی بر حسب درصد

Table 2. The relative energy of the first seven modes of the vorticity field
 کمیت ورتیسیتی بر حسب درصداول مود  هفت ینسب انرژی :2 جدول

Table 2. The relative energy of the first seven modes of the vorticity field 
 

 7 6 5 4 3 2 1 شماره مود
 1 2 2 5/2 3 4 31 نسبی انرژی

 
 

 

 

 

 

با  و  بوده  کم  بازسازی‌شده‌  و  اصلی  داده  بین  خطای  میزان  می‌شود،  دیده 
افزایش تعداد مودها این مقدار بیشتر کاهش می‌یابد. در شکل 4 نیز به طور 
نمونه خطوط همتراز 6 مود اول نشان داده شده‌است. مقایسه‌ای بین تغییرات 
زمانی ضرایب حاصل از تصویر‌سازی نمایه‌ها و مقادیر پیش‌بینی‌شده با مدل 
انجام‌گرفته و نتایج آن در شکل‌های 5، 6 و 7 نشان داده شده‌است. در شکل 
5 از 30 درصد، در شکل 6 از 50 درصد و در شکل 7 از 90 درصد داده‌ها به 
عنوان داده آموزش، استفاده شده‌است. نتایج پیش‌بینی ضرایب زمانی روی 
داده تست در هر سه شکل، دقت بالای روش پیشنهادی را نشان می‌دهد. 
همانطور كه در شكل‌ها ديده مي‌شود، دقت روش هنگام استفاده از 10 و 50 
درصد داده‌ها، بيشتر از حالتی است كه از 70 درصد داده‌‌ها به منظور تست و 

از 30 درصد به عنوان آموزش استفاده شده‌است.
در شکل 8 به طورنمونه، مقایسه داده‌های اصلی و بازسازی‌شده حاصل 
از روش تجزیه متعامد بهینه در نمایه اول و در شکل 9 نيز بازسازي نمايه آخر 
روی کمیت تابع جریان با استفاده از 7، 10 و 15 مود نشان داده شده‌است. 
همانطور كه در این شكل‌ها نشان داده شده، نتایج حاصل از مدل با استفاده از 
7 مود خطاي بيشتري داشته و هرچه تعداد مودها افزايش پيدا ميك‌ند داده‌ها 
دارای دقت بیشتری مي‌شوند. جدول 2، سطح انرژی 7 مود اول برای کمیت 
ورتیسیتی را نشان می‌دهد. مقادیر مندرج در جدول نشان می‌دهند که سهم 

عمده‌ای از انرژی نسبی میدان مربوط به دو مود اول می‌باشد.
مقادیر  اختلاف  تعیین  برای  پیش‌بینی1  دقت  اندازه‌گیری  خطای  معیار 
پیش‌بینی‌شده از مقادیر مورد انتظار به کار برده شده‌است. اين خطا با استفاده 
از رابطه )21( محاسبه مي‌شود، همانطور که مشاهده می‌شود در صورت کسر 

1 Mean Absolute Scaled Error (MASE)

از تفاضل مقدار  اين رابطه كميت e قرار دارد که خطاي پيش‌‌بيني بوده و 
پيش‌بيني‌شده از كميت اصلي به دست مي‌آيد. مخرج این کسر نیز تفاضل 

کمیت موردنظر را در نقاط مختلف نشان می‌دهد ]46[.

)21(

 مورد 
و محل  شماره معادله

 قرارگیری 
 MathTypeمعادله تایپ شده در 

u, 8صفحه  - 15معادله  15 v
y x 

1- 8صفحه  - 16معادله  16 2D Ro Re 

)sin 8صفحه  - 17معادله  17 )F y 

 8صفحه  - 18معادله  18
1 1

2
i iF FF

x x
  

2
1 1

2 2

2i i iF F FF

x x
 

 8صفحه  - 19معادله  19
1 23 4

2
i i iF F FF

x x
 

1 23 4

2
i i iF F FF

x x
 

) 9صفحه  - 20معادله  20 )
dQ

R Q
dt

 

 16صفحه  - 21معادله  21
1

2

1
1

t
n

i i
i

e
MASE mean

Y Y
n

 

 

�

ماندگار  کوتاه‌مدت  حافظه  شبکه  پیش‌بینی  خطای  تغییرات   10 شکل 
برای تمام نمونه‌ها با بهره‌گیری از 10 و 15 مود نشان می‌دهد. نتایج نشان 
می‌دهد که خطا به طور کلی پایین بوده و همانطور که در این شکل دیده 
می‌شود با افزایش تعداد مودها خطای اولیه کمتر نیز شده‌است. در این شکل 
محور عمودی نشانگر میزان خطا بوده و محور افقی نشان‌دهنده دوره‌های 

اجرای شبکه حافظه کوتاه مدت ماندگار است.
در شکل 11 نیز مقایسه تغییرات خطا به ازای مقادیر مختلف درصد داده 
آموزش نشان داده شده‌است. همانطور که در شکل دیده می‌شود، در حالتی 
در  استفاده شده، حداکثر خطا  آموزش شبکه  برای  داده‌ها  از 90 درصد  که 
به  نسبت  مقدار کمتری  یادگیری عمیق  الگوی  بر  مبتنی  تکرارهای  شروع 
حالت‌هایی دارد که به ترتیب از 50 و 30 درصد داده‌ها برای آموزش شبکه 

استفاده شده‌‌است.
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 ب الف 

 
 

 د ج

 
 

 ی ه
کاسته رتبهحاصل از مدل رنگ  قرمز و خطوط  اصلیرنگ داده سیاهخطوط تر کمیت ورتیسیتی،  تغییرات زمانی شش ضریب مودال پر انرژی :5شکل  

 درصد داده برای آموزش، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم  30با استفاده از  

Fig. 5. Time evolution of the six more energetic modal coefficients of the vorticity field, The original data (black lines) 
and the reduced order model using 30% of the data for training (red lines), (a) the first mode, (b) the second mode, (c) the 

third mode, ( d) fourth mode, (e) fifth mode, (j) sixth mode 
 

 

 

 

 

 

 

شکل 5. تغییرات زمانی شش ضریب مودال پر انرژی‌تر کمیت ورتیسیتی، خطوط سیاه‌رنگ داده اصلی و خطوط قرمز رنگ حاصل از مدل رتبه‌کاسته با 
استفاده از 30 درصد داده برای آموزش، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم

Fig. 5. Time evolution of the six more energetic modal coefficients of the vorticity field, The original data (black lines) 
and the reduced order model using 30% of the data for training (red lines), (a) the first mode, (b) the second mode, (c) 

the third mode, ( d) fourth mode, (e) fifth mode, (j) sixth mode
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 ب الف 

  
 د ج

  
 ی ه

کاسته حاصل از مدل رتبهرنگ قرمز و خطوط  اصلیرنگ داده  سیاهخطوط  تر کمیت ورتیسیتی، تغییرات زمانی شش ضریب مودال پر انرژی: 6شکل 
 درصد داده برای آموزش، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم  50با استفاده از  

Fig. 6. Time evolution of the six more energetic modal coefficients of the vorticity field, The original data (black lines) 
and the reduced order model using 50% of the data for training(red lines), (a) the first mode, (b) the second mode, (c) the 

third mode, ( d) fourth mode, (e) fifth mode, (j) sixth mode 
 

 

 

 

 

شکل 6. تغییرات زمانی شش ضریب مودال پر انرژی‌تر کمیت ورتیسیتی، خطوط سیاه‌رنگ داده اصلی و خطوط قرمز رنگ حاصل از مدل رتبه‌کاسته 
با استفاده از 50 درصد داده برای آموزش، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم

Fig. 6. Time evolution of the six more energetic modal coefficients of the vorticity field, The original data (black 
lines) and the reduced order model using 50% of the data for training(red lines), (a) the first mode, (b) the sec-

ond mode, (c) the third mode, ( d) fourth mode, (e) fifth mode, (j) sixth mode
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 ب الف 

  
 د ج

  
 ی ه

کاسته با حاصل از مدل رتبهرنگ  قرمز و خطوط  اصلیرنگ داده سیاهخطوط تر کمیت ورتیسیتی،  تغییرات زمانی شش ضریب مودال پر انرژی :7شکل  
 اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم )الف( مود  ، درصد داده برای آموزش 90استفاده از 

Fig. 7. Time evolution of the six more energetic modal coefficients of the vorticity field, the original data (black lines) and 
the reduced order model using 90% of the data for training (red lines), (a) the first mode, (b) the second mode, (c) the third 

mode, (d) fourth mode, (e) fifth mode, (j) sixth mode 
 

 

 

 

 

 

شکل 7. تغییرات زمانی شش ضریب مودال پر انرژی‌تر کمیت ورتیسیتی، خطوط سیاه‌رنگ داده اصلی و خطوط قرمز رنگ حاصل از مدل رتبه‌کاسته 
با استفاده از 90 درصد داده برای آموزش، )الف( مود اول، )ب( مود دوم، )ج( مود سوم، )د( مود چهارم، )ه( مود پنجم، )ی( مود ششم

Fig. 7. Time evolution of the six more energetic modal coefficients of the vorticity field, the original data (black 
lines) and the reduced order model using 90% of the data for training (red lines), (a) the first mode, (b) the sec-

ond mode, (c) the third mode, (d) fourth mode, (e) fifth mode, (j) sixth mode
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 ج ب الف 

رنگ نمایه اصلی، )الف( بازسازی با سیاهکاسته برای تابع جریان، خطوط مقایسه نمایه اول اصلی و نمایه اول بازسازی شده توسط مدل رتبه :8شکل  
 مود  15مود و )ج( با استفاده از   10مود، )ب( با استفاده از  7استفاده از 

Fig .8. Comparison of the first original data (black lines) and the first snapshot of stream function field reconstructed by 
the reduced order model, (a) reconstruction using 7 modes, (b) using 10 modes and (c) using 15 modes 

 

 

 

 

 

 

 

 

 

 

 

شكل 8. مقايسه نمايه اول اصلي و نمايه اول بازسازي شده توسط مدل رتبه‌کاسته برای تابع جریان، خطوط سياه‌رنگ نمايه اصلي، )الف( بازسازي با 
استفاده از 7 مود، )ب( با استفاده از 10 مود و )ج( با استفاده از 15 مود

Fig .8. Comparison of the first original data (black lines) and the first snapshot of stream function field recon-
structed by the reduced order model, (a) reconstruction using 7 modes, (b) using 10 modes and (c) using 15 modes

   
 ج ب الف 

)الف(   رنگ نمایه اصلی،کاسته تابع جریان، خطوط سیاهمقایسه نمایه آخر اصلی و نمایه آخر بازسازی شده توسط مدل رتبه :9شکل 
 مود  15مود و )ج( با استفاده از  10)ب( با استفاده از مود،  7بازسازی با استفاده از 

Fig .9. Comparison of the last original data (black lines) and the last snapshot of stream function field reconstructed by 
the reduced order model (a) reconstruction using 7 modes, (b) using 10 modes and (c) using 15 modes 

 
 

 

 

 

 

 

 

 

 

 

 

شكل 9. مقايسه نمايه آخر اصلي و نمايه آخر بازسازي شده توسط مدل رتبه‌کاسته تابع جریان، خطوط سياه‌رنگ نمايه اصلي، )الف( بازسازي با استفاده 
از 7 مود، )ب( با استفاده از 10 مود و )ج( با استفاده از 15 مود

Fig .9. Comparison of the last original data (black lines) and the last snapshot of stream function field reconstructed 
by the reduced order model (a) reconstruction using 7 modes, (b) using 10 modes and (c) using 15 modes
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 ب الف 

  
 ج

 درصد داده آموزش 30درصد داده آموزش، )ج(   50درصد داده آموزش، )ب(  90آموزش مختلف. )الف( یها: نمودار خطا با توجه به درصد داده11شکل  
Fig. 11. MASE based on the percentage of different training data (a) 90% training data (b) 50% training data, (c) 30% training 

data  
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 11. نمودار خطا با توجه به درصد داده‌های آموزش مختلف. )الف(90درصد داده آموزش، )ب( 50 درصد داده آموزش، )ج( 30درصد داده آموزش

Fig. 11. MASE based on the percentage of different training data (a) 90% training data (b) 50% training data, (c) 30% 
training data 

  
 ب الف 

ها با استفاده  مدت ماندگار با مراحل تکرار روی تمام نمونهبینی شبکه حافظه کوتاه بینی برای پیشگیری دقت پیش: تغییرات خطای اندازه10شکل  
 مود  15مود و ب(   10از: الف(  

Fig. 10. MASE for the LSTM prediction on all samples by using (a) 10 modes and (b) 15 modes 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 10. تغییرات خطای اندازه‌گیری دقت پیش‌بینی برای پیش‌بینی شبکه حافظه کوتاه‌مدت ماندگار با مراحل تکرار روی تمام نمونه‌ها با استفاده از: 
الف( 10 مود و ب( 15 مود

Fig. 10. MASE for the LSTM prediction on all samples by using (a) 10 modes and (b) 15 modes
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نتیجه‌گیری-7 
در سال‌های اخیر روش‌های مختلفی به منظور ایجاد مدل‌های رتبه‌کاسته 
است  روش‌‌هایی  از  یکی  بهینه  متعامد  تجزیه  روش  داده شده‌است.  توسعه 
گرفته‌است.  قرار  استفاده  مورد  مختلف،  حوزه‌های  در  گسترده  طور  به  که 
از  غالب  آماری  خصوصیات  استخراج  برای  ریاضی  الگوی  یک  روش  این 
سيستم‌های دینامیکی با شناسایی مودهایی با انرژی بیشتر می‌باشد. یکی از 
رویکردهایی که به منظور بهبود عملکرد مدل‌های رتبه‌کاسته مبتنی بر روش 
تجزیه متعامد بهینه ارائه شده مدل‌های ترکیبی می‌باشد. در این پژوهش، یک 
روش رتبه‌کاسته مبتنی بر ترکیب تجزیه متعامد بهینه و الگوریتم یادگیری 
عمیق و به صورت مشخص شبکه حافظه کوتاه‌مدت ماندگار ارائه شده‌است. 
برای  را  آنها  بهینه و ضرایب زمانی  ابتدا مودهای تجزیه متعامد  این روش 
شبکه  مدل  از یک  کرده سپس  محاسبه  شبیه‌سازی‌شده)نمایه‌ها(  داده‌های 
حافظه کوتاه‌مدت ماندگار به منظور پیش‌بینی ضرایب زمانی مودها استفاده 
می‌کند. در واقع تعداد درجات آزادی مدل رتبه‌کاسته نسبت به مدل اصلی 
سیستم  رفتار  پیش‌بینی  و  زمانی  تغییرات  شبیه‌سازی  برای  و  یافته‌  کاهش 
می‌توان از مدل رتبه‌کاسته استفاده کرد. نتایج بدست آمده برای پیش‌بینی 
ضرایب زمانی نشان می‌دهد که مدل پیشنهادی ضمن داشتن دقت بالا و 
نظر  از  دهد.  کاهش  زیادی  حد  تا  نیز  را  محاسبات  زمان  می‌تواند  مناسب، 
این  از  استفاده  با  تعداد کم و متوسط(  با  نمایه‌ها )حتی  تولید  زمانی،  مرتبه 
روش؛ زمان قابل توجهی نیاز دارد. به طور نمونه برای تولید 90 نمایه با یک 
سیستم محاسباتی شخصی زمانی در حدود 6 ساعت نیاز می‌باشد. درحالی‌که 
استفاده از با استفاده از روش پیشنهاد شده در این پژوهش، با همان سیستم 
حدود 15 دقیقه زمان نیاز دارد که کاهش قابل توجهی در زمان محاسبات را 
نشان می‌دهد. همچنین در برآوردهای صورت‌گرفته زمان موردنیاز با استفاده 
که  محدوده‌ای  برای  محاسباتی  سیالات  دینامیک  بر  مبتنی  شبیه‌سازی  از 
روش  از  بیشتر  برابر   30000 لحاظ‌شده  مدل(  )پیش‌بینی  تست  عنوان  به 

پیشنهادی می‌باشد.
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